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RESUMO

Este artigo apresenta um modelo Support Vector Machine para classificar, em alto ou baixo, o
risco de morte de pacientes internados com sindrome coronariana aguda. Para a selegdo das
variaveis de entrada foram empregados, de forma conjugada, o filtro MIFS-U (Mutual
Information Feature Selector under Uniform distribution criteria) e o proprio algoritmo de
classificacdo. Os resultados computacionais indicaram as variaveis de entrada idade, qualquer
revascularizagdo prévia e creatinina como as mais relevantes. Os classificadores construidos
apresentaram acuracia preditiva superior a 95%.

PALAVRAS CHAVE. Selecdo de variaveis. Support Vector Machine. Sindrome Coronariana
Aguda

ABSTRACT

This article presents a Support Vector Machine model to classify the risk of death of hospitalized
patients with acute coronary syndrome at high or low. To select the input variables, it was
employed the Mutual Information Feature Selector under Uniform distribution (MIFS-U) criteria
associated with the classifier algorithm itself. The computational results indicated the input
variables age, prior revascularization and creatinine as the most relevant. The classifiers
presented predictive accuracy greater than 95%.
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1. Introducéao

As doencas do aparelho circulatério, que incluem as doencas isquémicas do coracao e as
doencas cerebrovasculares, sdo as principais causas de morte no pais. No ano de 2004, segundo
dados disponibilizados para este estudo, as doencas isquémicas do cora¢do foram responsaveis
por 86.791 dbitos, sendo que 46.326 (53,4%) ocorreram no Sudeste. Nessa regido, os estados
com maior mortalidade por doencas isquémicas do coracdo foram S&o Paulo e Rio Janeiro com,
respectivamente, 26.235 Obitos (56,6%) e 10.718 oObitos (23,1%). No Rio de Janeiro, 0s
municipios com maior incidéncia de mortes por doencas isquémicas do coracdo naquele ano
foram: 1°) Rio de Janeiro (5.175), 2°) Nova lguacu (491), 3°) Niter6i (469) e 4°) Sdo Gongalo
(449). De acordo com dados da Fundacdo Municipal de Salde, as doencas do aparelho
circulatério foram a principal causa de internagdo no municipio de Niterdi entre 1997 e 20086,
assim como a principal causa de morte de 2003 a 2005.

Dentre as doencas isquémicas do coracdo, as sindromes coronarianas agudas possuem
papel de relevo, devido a persisténcia do seu alto nivel de mortalidade, ndo obstante as conquistas
terapéuticas dos ultimos anos. As sindromes coronarianas agudas englobam o infarto agudo do
miocérdio (IAM), com e sem supradesnivel do ST, e a angina instavel. Elas s&o caracterizadas
pela oclusdo total ou parcial da artéria coronariana a partir da ruptura de uma placa coronariana
instavel, levando a isquemia e/ou a necrose da area do miocéardio irrigada por aquela artéria.

Na literatura médica, presume-se que a sindrome coronariana aguda provém do
amalgama de condicionamentos ambientais, clinicos, genéticos e socio-culturais. Portanto, a
identificacdo das varidveis mais relevantes para predicdo do risco de morte de pacientes
internados com esta doenca e a consequente elaboragdo de um modelo preditivo permitirdo
otimizar as acBes de salde publica do setor, ajudando a tornar mais eficazes as condutas
terapéuticas nos individuos classificados como sendo de alto risco de morte.

Em raz8o da conjuncdo destas caracteristicas multifatoriais da sindrome coronariana
aguda, o uso de métodos de modelagem n&o-linear permite a construcdo de classificadores
binérios de maior capacidade preditiva. Neste particular, varios estudos relacionados a doencas
coronarianas foram desenvolvidos empregando-se 0 modelo Support Vector Machine (SVM)
(Millet-Roig et al, 2000, Conforti & Guido, 2005, Comak et al, 2007, Jankowski et al, 2007 e
Bathia et al, 2008). Contudo, apenas o trabalho de Conforti & Guido (2005) teve como foco o
desenvolvimento do modelo SVM aplicado & sindrome coronariana aguda, mais especificamente
ao diagnostico antecipado do infarto agudo do miocérdio. Por outro lado, 0 presente estudo
pretende identificar o risco de morte dado que o paciente ja apresentou o desenvolvimento clinico
dos sintomas desta doenca.

Desta forma, o objetivo deste trabalho foi o de construir um classificador SVM para
predizer o risco de morte (alto ou baixo) de pacientes internados com sindrome coronariana
aguda a partir da ordenacdo das varidveis de entrada fornecidas pelo critério MIFS-U (Mutual
Information Feature Selector under Uniform information distribution), aplicado a um banco de
dados coletados na cidade de Niteroi entre os anos de 2004 e 2005.

2. Selecdo de Variaveis e 0 Modelo SVM

Nesta secdo, discutiremos brevemente o processo de selecdo de variaveis e 0 modelo
SVM empregado neste estudo.

2.1. Selecéo de Variaveis
Na construgdo de classificadores, é fulcral, conforme discutido em Guyon & Elisseeff

(2003) e Sallapa et al (2007), se proceder a selecdo das variaveis de entrada a fim de: i) evitar o
sobre-ajustamento; ii) obter modelos de menor custo computacional; e iii) facilitar o
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entendimento do processo tacito que é responsavel pela geracdo dos dados. Ademais, o banco de
dados utilizado neste trabalho tem 411 individuos observados sob o enfoque de 28 variaveis,
sendo que apenas 37 destes evoluiram para Obito. Além disso, ha variaveis de entrada que nédo
foram coletadas em todos os individuos. Ou seja, um individuo X pode possuir informacdes
referentes a apenas n variaveis, onde n € menor que 28. Assim, o emprego de todas as variaveis
de entrada obriga a eliminacgdo dos individuos que ndo possuem os dados completos, reduzindo a
amostra para 264 individuos, sendo que apenas 17 evoluiram para o6bito. Desta forma, neste
estudo é fundamental selecionar as varidveis de entrada mais importantes, de forma a se reduzir o
espaco de entrada e, por conseguinte, se aumentar o numero de dados completos para o
treinamento.

Segundo Blum & Langley (1997) e Guyon & Elisseeff (2003), os métodos de selecédo de
variaveis podem ser agrupados em trés classes: filtro, embedded e wrapper. Os filtros sdo um
pré-processamento, no qual um subconjunto das variaveis de entrada € selecionado a partir
somente das informacBes que os dados trazem, independentemente do algoritmo de classificacdo
a ser utilizado. As vantagens dos filtros sdo a facilidade e a rapidez de implementagdo. A sua
principal desvantagem € ignorar o viés do classificador. Os embedded incorporam os méetodos de
selecdo ao proprio treinamento do classificador. Por outro lado, os wrappers fazem uso dos
algoritmos de classificagdo como se estes fossem pacotes fechados, para avaliar a capacidade
preditiva de subconjuntos de varidveis de entrada. Estes subconjuntos normalmente séo
constituidos através da utilizacdo de algum procedimento heuristico. A principal vantagem dos
altimos dois métodos é exatamente a interagdo com o algoritmo de classificagdo, embora esta
seja também a fonte de suas deficiéncias: maior tempo de processamento e dependéncia do
préprio algoritmo de classificacéo.

Neste trabalho, optou-se pelo emprego do wrapper associado a duas aplicacdes

sucessivas do filtro MIFS-U (Kwak & Choi, 2002). Através de uma estratégia gulosa e de
forward selection, o filtro MIFS-U ordena as variaveis de acordo com o grau de informacéao
mUltua existente entre elas e o desfecho. Para isto, as variaveis independentes, continuas ou
categoricas, precisam ser aproximadas pelos seus histogramas. O algoritmo pode ser sumarizado
como segue. Passo inicial: selegdo da varidvel que possui o0 maior grau de informagdo matua com
o desfecho; Passos intermediarios (k): selecdo da k-ésima variavel que, em conjunto com as
k — 1 variaveis selecionadas nos passos anteriores, possui 0 maior grau de informag¢do mdtua
com o desfecho; Critério de Parada: o algoritmo termina quando ndo houver mais variaveis a
serem selecionadas.

Primeiramente, o filtro MIFS-U foi utilizado sobre uma amostra com todas as 28
variaveis observadas: 264 individuos, sendo que destes 17 faleceram e 247 sobvreviveram. Em
seguida, as Ultimas 12 variaveis foram excluidas do estudo e o filtro MIFS-U foi aplicado
novamente, agora sobre as 16 variaveis remanescentes em uma amostra com 351 individuos (23
Obitos e 328 ndo Obitos). Este aumento de dados na amostra foi devido a reducdo do nimero de
variaveis e, por conseguinte, a diminuicdo do nimero de individuos que ndo possuiam as
informacdes de todas as varidveis que estavam sendo empregadas. Este Gltimo ordenamento
serviu de entrada para 0 wrapper seguindo a estratégia sequential forward selection: o algoritmo
de classificacdo (RNA ou SVM) avaliou cada subconjunto aninhado de variaveis até que o erro
de classificagdo do desfecho comecasse a aumentar. Além disso, foi definido que a busca ndo
seria interrompida até o valor minimo de k igual a seis.

Para analise comparativa da performance dos classificadores foi utilizado o coeficiente
de correlacdo de Pearson (CP) entre o desfecho real e o desfecho predito (Baldi et al, 2000). Os
erros de classificacdo foram sintetizados através dos seguintes conceitos: i) acurécia (a):
probabilidade de predizer corretamente o desfecho; ii) sensibilidade (s): probabilidade de
predizer corretamente o desfecho de risco alto de morte; e iii) especifidade (e): probabilidade de
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predizer corretamente uma alta probabilidade de sobrevivéncia. Para se estimar estas medidas, foi
utilizado o recurso de validagéo cruzada leave-one-out (Wasserman, 2004). Neste caso, em uma
amostra de tamanho n sdo realizados n treinamentos. Em cada treinamento, a amostra é
constituida por n — 1 individuos e a amostra de teste € formada pelo individuo que fica de fora e
que € distinto em cada treinamento. As medidas finais sdo obtidas pela média aritméticas das
medidas que foram registradas em todos os n treinamentos.

2.2. Modelo SVM

O modelo SVM (Support Vector Machine) consiste na selecdo de um hiperplano que
minimize o risco estrutural, a partir da resolucdo de um problema convexo quadratico. Esta
técnica de aprendizado quando associada a funcdo nucleo permite a construcdo de classificadores
ndo-lineares, através do mapeamento dos dados iniciais em um espaco de dimensao superior ao
original. Neste caso, o classificador linear obtido em um espaco de dimensdo superior
correspondera a um classificador ndo-linear no espago original (Wasserman, 2004). Estas
caracteristicas garantem ao SVM uma boa generalizagdo, ou seja, uma boa capacidade de
predizer corretamente dados nédo relacionados na amostra de treinamento.

Em Cristianini & Shawe-Taylor (2006) e Scholkopf & Smola (2002), a formulagéo
matematica dos modelos SVM ¢é detalhadamente abordada. O modelo empregado neste estudo foi
o v-SVM (Scholkopf et al, 2000, Chen et al., 2005, Schélkopf & Smola, 2002), que é uma
variante do primeiro modelo SVM a ser desenvolvido, 0 C-SVM.

No treinamento do C-SVM, uma grande dificuldade é a calibracdo do parametro C. Para
contornar este problema, foi proposta a formulagdo alternativa v-SVM, que trabalha com um
plano de margem funcional y e substitui o parametro C pelo parametro v. Prova-se que o
pardmetro v representa um limite superior para a fracdo dos erros de treinamento e um limite
inferior para a fracdo dos vetores suportes. Estes significados matematicos facilitam a calibragdo
do parametro v durante o treinamento do classificador. Além disso, o v-SVM e 0 C-SVM
possuem a mesma fungdo de decisdo no 6timo, desde que a margem funcional 6tima y* do
hiperplano v-SVM seja positivae que C = 1/1-y".

No modelo v-SVM, o problema primal é colocado da seguinte forma:

1
minimizar 0,5 [[w||? —v -y + %Z &
i=1
Vi (Kw,d(xp) > +b)=>y-F§, i=1,..,1
sujeito a { y=0
£>0i=1,..,1
onde ®(x;) corresponde & projecdo implicita do vetor de entrada x; em um espago de dimenséo
superior através da funcdo nucleo K(xi, x]-); &, i=1,...,I, sdo variaveis de folga; e o hiperplano
separador procurado é dado por <« w,>» +b. Isto corresponde a um problema quadratico
convexo, cuja solucdo é mais facil a partir da sua formulacdo dual dada por:

1 11
maximizar Z o; —0,5 Z Z o - @t yi Yy K(xi, %)

i=1 i=1 ]=1
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1

Zai')’i=0
i=1
1
Z(xiZV

i=1
0<aq<1/1, i=1,..1
onde o, i =1, ...,1, sdo os multiplicadores lagrangeanos.
As fungdes nucleo usualmente encontradas em aplicacdes de modelos SVM séo:

e ndcleo linear: K(x,y) = K X,y >»

¢ nucleo polinomial: K(x,y) = (escala ‘< x,y >» +coef) - grau

e nucleo tangente hiperbdlica: K(x,y) = tanh(escala ‘< X,y > +coef)

e nlcleo funcéo base radial (FBR) de Laplace: K(x,y) = e~ lx~Vll

e nucleo funcio base radial (FBR) de Gauss: e~o Ix-yI®

Os hiperparametros “escala”, “coef”, “grau” e ¢ sdo ajustados durante o treinamento do
classificador por meio de técnicas estatisticas.

Em Karatzoglou et al. (2006) e Gunn (1998), ha algumas sugestdes de uso destas fungdes
conforme o problema que se deseja resolver. O nucleo linear é recomendavel quando se lida com
dados esparsos, facilmente encontrados em categorizagdo de textos. O nucleo polinomial é um
método popular para a modelagem néo-linear, muito Gtil em processamento de imagens. Neste
caso, prefere-se, em geral, empregar um “coef” diferente de zero de forma a se evitar os
problemas decorrentes da matriz hessiana se tornar zero. O nucleo tangente hiperbdlica é
normalmente usado como uma aproximacdo para RNA. Os nucleos FBR de Laplace e Gauss
atendem a propdsitos gerais, quando ndo se dispe de conhecimento a priori sobre os dados. Mais
particularmente, o nicleo FBR de Laplace produz uma solucdo poligonal que é util quando
descontinuidades sdo admissiveis. Neste estudo, foi utilizado o nicleo tangente hiperbdlica, ja
que, em uma etapa de avaliacdo inicial, os desempenhos dos nucleos polinomiais, FBR de
Laplace e FBR de Gauss foram inferiores.

Para a resolucdo do problema quadratico convexo ha diversos algoritmos propostos na
literatura. Optou-se pelo pacote kernlab do software R, que utiliza o algoritmo Sequential
Minimal Optimisation para solugdo do problema dual. Este algoritmo encontra analiticamente a
solucdo global, sem recorrer a métodos numéricos. Isto € possivel levando a técnica de
decomposicao ao limite: a cada passo sdo otimizados apenas dois multiplicadores lagrangeanos.
A cada iteracdo, escolhem-se heuristicamente dois multiplicadores lagrangeanos que s&o
otimizados analiticamente, mantendo todos os demais constantes. O processo prossegue até que
ndo haja mais melhorias a serem realizadas. Apesar de precisar de maior nimero de iteragcdes
para convergir, 0 SMO é bastante réapido, pois realiza vérias operagdes de baixo custo
computacional.

sujeito a <

3. Dados

Os dados foram coletados a partir de um estudo de coorte prospectivo de 12 meses, a
partir de julho de 2004, com pacientes internados com sindrome coronariana aguda no municipio
de Niter6i, no estado do Rio de Janeiro. Os pacientes considerados no levantamento estavam
hospitalizados em trés hospitais publicos e em dois hospitais privados. Eles tinham idade superior
a 20 anos e ndo podiam apresentar sinais de doencas neoplésicas em fase terminal,
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politraumatismos e deméncia. A Tabela 1 sumariza as 28 varidveis de entrada e a varidvel de

desfecho presentes no banco de dados.

Tabela 1- Variaveis de entrada e desfecho

30/08 A 03/09

BENTO GONGALVES = RS

Categoria Variavel Tipo
Variaveis Idade Inteira
antropomeétricas, indice de Massa Corporal (IMC) Real
sociais e Sexo Categorica (2 categorias)
relacionadas a Escolaridade Categorica (2 categorias)
habitos de vida Tabagismo Categorica (3 categorias)
Variaveis Infarto do Miorcédio Prévio (IMP) Categorica (2 categorias)
relacionadas a
c arczgazgsular Qualquer Revascularizagdo Prévia (QRP) Categorica (2 categorias)
prévia
Variaveis clinicas e Tipo de Smdror(rjrescc::cx;) nariana Aguda Categorica (3 categorias)
Iabg(rjﬁc;;gg na Frequéncia C_ar_diaca _ Inteira '
hospital Classe Killip Categorica (4 categorias)
pitalar LA
Creatinina Real
Hipertensdo Arterial Sistémica (HAS) Categorica (2 categorias)
Variaveis de Diabete Melito Categ(:)rica (2 categorias)
diagnostico Co!es_terol Total elevado Categor!ca (2 categor!as)
Triglicerideos elevados Categorica (2 categorias)
Colesterol HDL baixo Categorica (2 categorias)
Gen6tipo DD do polimorfismo do gene da Categérica (2 categorias)
Enzima Conversora da Angiotensina | (ECA)
Gendtipo DI do polimorfismo do gene da Categérica (2 categorias)
enzima conversora da angiotensina | (ECA)
Genotipo 11 do polimorfismo do gene da - .
enzima c%nversofa da angiotensina&IJ I (ECA) Categorica (2 categorias)
Gendtipo MM do polimorfismo M235T do Categérica (2 categorias)
gene do angiotensinogénio (AGT)
Gendtipo MT do polimorfismo M235T do Categérica (2 categorias)
gene do angiotensinogénio (AGT)
Gen6tipo TT do polimorfismo M235T do Categérica (2 categorias)
Variaveis gene do angiotensinogénio (AGT)
Genéticas Gen6tipo E2E2 do polimorfismo do gene da Categérica (2 categorias)
apolipoproteina E (APO E)
Geno“ngo%ﬁigfof;u?gmg gj gene da Categorica (2 categorias)
Genotlpggoﬁiigfo?gggqgrzigng g‘; gene da Categorica (2 categorias)
Genotlngoﬁﬁ)%gfo?glr:;ngrzzgng g()) gene da Categorica (2 categorias)
Geno“pc;gjﬁ)ig%?;g?g{i?g g‘; gene da Categorica (2 categorias)
Genotlngoﬂiﬁjﬂégfo?glr:;ngrzzgng g()) gene da Categorica (2 categorias)
ngg?gg:]ge Obito Categorica (2 categorias)
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Neste estudo, as variaveis de diagnéstico foram consideradas como variaveis categoricas
de duas classes (os pacientes apresentavam diagndstico positivo ou negativo), embora elas
possuissem uma componente continua na sua avaliagdo. Esta opcdo foi feita, pois qualquer uma
destas varidveis poderia apresentar pardmetro normal se o paciente estivesse fazendo uso de
medicamentos para controlar um possivel diagnostico positivo prévio a internagdo associado a
respectiva variavel. Ou seja, 0 paciente tacitamente apresentaria diagndstico positivo, contudo
esta situacdo ndo seria capturada pela simples medi¢do de uma variavel continua representada
pela pressdo arterial, pelo colesterol, pelo triglicerideo ou pelo colesterol-HDL. Desta forma, de
acordo com procedimentos consolidados na pratica médica, foram usados 0s seguintes critérios
para determinar se o paciente apresentava ou ndo diagnostico positivo:

o Hipertensdo Arterial Sistémica - individuos com pressdo arterial sistolica
superior ou igual a 140 mmHg ou com pressao diastolica superior ou igual a 90
mmHg ou ainda individuos que faziam uso de medicacdo anti-hipertensiva até a
data em gque foram admitidos no hospital;

e Diabete Melito — individuos com glicemia de jejum maior ou igual a 126 mg/dl
ou uso prévio de hipoglicemiante oral ou insulina;

e Colesterol Total elevado - individuos com colesterol total acima de 200 mg/dl ou
que faziam uso de hipolipemiante prévio a internacéo (estatina e/ou fibrato);

e Triglicerideos elevados - os individuos com mais de 150 mg/dlb ou que faziam
uso de hipolipemiante prévio a internacao (estatina e/ou fibrato); e

e Colesterol HDL-baixo - os individuos com colesterol-HDL inferior a 40 mg/dl
ou que faziam uso de hipolipemiante prévio a internacao (estatina e/ou fibrato).

4. Resultados e Discussao

A implementagdo do filtro MIFS-U foi feita no software MATLAB, versédo 7.0,
utilizando o banco de dados em Excel. O modelo v-SVM foi executado no software R, versdo
2.7.1, empregando o pacote kernlab e utilizando também o banco de dados em Excel. Os testes
foram realizados em um computador com processador AMD Athlon 2.1 GHz, com 512 MB de
memoria RAM e sistema operacional Windows XP. Para evitar problemas de escala, os dados
foram todos normalizados.

O filtro MIFS-U foi usado duas vezes consecutivas, conforme descrito na se¢do 2.1. Os
resultados de cada fase sdo mostrados na Tabela 2. Em ambas as fases, observamos que as trés
primeiras posicGes permaneceram inalteradas. Além disso, sete variaveis (idade, qualquer
revascularizagdo prévia, creatinina, genotipos E2E4 e E4E4 da APO E, gendtipos MM e TT do
AGT) ndo tiveram qualquer alteracdo nos seus posicionamentos, duas varidveis (genétipo DD da
ECA, genétipo E3E4 da APO E) variaram apenas uma posicao e trés variaveis (gendtipo E2E2 da
APO E, diabete melito, gen6tipo E3E3 da APO E) tiveram seu ordenamento modificado em
somente trés colocacOes. Por outro lado, as variaveis que mais sofreram alteracfes entre as duas
fases foram indice de massa corporal (3 posicGes), genétipo E2E3 da APO E (4 posigdes),
hipertensdo arterial sistémica (5 posicGes) e sexo (8 posi¢Oes). Desta forma, os resultados se
mostraram bastante estaveis, com as maiores variacGes de ordenamento aparecendo a partir da
oitava posicao.
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Tabela 2 — 12 e 22 fases do filtro MIFS-U

30/08 A 03/09

BENTO GONGALVES = RS

2% Fase

Posicéo Variavel
1 Idade
2 QRP
3 Creatinina
4 IMC
5 Genotipo DD
6 Genotipo E4E4
7 Genotipo E2E2
8 Sexo
9 Genotipo E3E4
10 Diabete Melito
11 Genotipo E2E4
12 Genotipo E2E3
13 Genbtipo MM
14 HAS
15 Genotipo TT
16 Genotipo E3E3

12 Fase

Posicéo Variavel
1 Idade
2 QRP
3 Creatinina
4 Gendtipo DD
5 Genotipo E2E?2
6 Genotipo E4E4
7 IMC
8 Genotipo E2E3
9 HAS
10 Genotipo E3E4
11 Genotipo E2E4
12 Diabete Melito
13 Genotipo MM
14 Genotipo E3E3
15 Genotipo TT
16 Sexo
17 Colesterol HDL
18 Gendtipo MT
19 Genotipo ECA I
20 Tabagismo
21 Colesterol Total
22 TSCA
23 Gendtipo DI
24 Classe Killip
25 Triglicerideos
26 IMP
27 Escolaridade
28 Frequéncia Cardiaca

A Tabela 3 resume os resultados da implementacdo dos modelos v-SVM. O classificador
constituido com as trés primeiras variaveis selecionadas pelo filtro MIFS-U (ldade, QRP e
Creatinina) obteve os melhores resultados. Desta forma, o classificador mais eficiente utiliza as
informacdes contidas em uma variavel inteira (Idade), uma variavel categérica (QRP) e uma
variavel continua (Creatinina). Ademais, as variaveis genéticas e de diagndstico ndo entraram na
construgdo do classificador 6timo. Além disso, este classificador constituido por trés variaveis
mostrou-se claramente superior a qualquer outro subconjunto testado, seja em termos do
coeficiente de Pearson quanto em relacdo aos conceitos de acurdcia, sensibilidade e

especificidade.
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Tabela 3 — Resultados dos modelos de v-SVM

Variaveis s (%) | e (%) | a (%) | CP (%)
Idade 0,85 | 0,97 | 0,97 | 0,7696
Idade, QRP 091 | 0,97 | 0,98 | 0,7696

Idade, QRP, Creatinina 091 | 0,99 | 0,98 | 0,8483
Idade, QRP, Creatinina, | 0,83 | 0,99 | 0,97 | 0,7950
IMC
Idade, QRP, Creatinina, | 0,90 0,97 0,96 | 0,7561
IMC, Gen6tipo DD
Idade, QRP, Creatinina, | 0,77 | 0,96 | 0,95 | 0,6479
IMC, Gendtipos DD e
E4E4

5. Conclusao

Ao longo deste trabalho, procurou-se construir uma ferramenta computacional capaz de
predizer o risco de morte dos pacientes internados com sindrome coronariana aguda. Para isto,
elaborou-se um modelo matematico a partir do uso do modelo SVM, que combina otimizacdo
quadrética convexa, fungéo nucleo e teoria de generalizacéo.

Para selecdo das varidveis de entrada, integrou-se a abordagem wrapper ao filtro MIFS-
U. A partir desta proposta, foram construidos os modelos v-SVM fazendo uso da funcéo nucleo
tangente hiperbolica. O treinamento e teste dos classificadores foram realizados através da
técnica leave-one-out. Os resultados computacionais indicam que o subconjunto mais relevante
de varidveis de entrada é constituido pelas variaveis Idade, Qualquer Revascularizacdo Prévia e
Creatinina, que permitem a construcdo de um classificador com sensibilidade de 91% e
especificidade de 99%.

Para futuros trabalhos, sugere-se a comparagdo dos resultados aqui apresentados com o
de outros algoritmos de classificagdo, como por exemplo, as RNA, de forma a se verificar se o
viés do algoritmo de classificacdo é capaz de influenciar a escolha das varidveis mais relevantes.
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