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RESUMO

O Algoritmo Genético é amplamente utilizado naftade andlise de agrupamento, mas a
sua utilizacdo normalmente é encontrada na literdiaseada na metodologia de densidade para a
formagéo dos grupos. A metodologia de grade tramocbeneficio a constituicdo de grupos de
formatos arbitrarios, com um menor tempo computaticEste artigo apresenta um novo Algoritmo
Genético para clusterizacdo baseado nas metodelogiadensidade e grade, utilizando para a
formacédo dos grupos as células formadas pela ad&z@oade. Através do beneficio da busca global
do Algoritmo Genético juntamente com a sua fadile@dde implementacéo, o objetivo deste trabalho
€ encontrar os melhores centros dos grupos de forais rapida. Gragas a unido dos métodos de
densidade e grade ocorre a redugcdo da complexitageoblema, tornando a busca pela solucdo
menos custosa.

PALAVRAS CHAVE. Clusterizagdo, Algoritmo Genético, Densidade, Grade.

ABSTRACT

The Genetic Algorithm is widely used in the taskchfster analysis, but its use is usually
found in the literature based on the methodologyerisity for the formation of clusters. The grid
methodology brings benefits to formation of clusteof arbitrary formats with a smaller
computational time. This paper presents a new geradgjorithm for clustering based on the
methodologies of density and grid, using the foramabf cell clusters formed by the addition of the
grid. Through the benefit of the global search @n€&tic Algorithm together with its facility of
implementation, the objective is to find the bestters of the groups more quickly. Thanks to the
union of the methods density and grid occurs tlieigion the complexity of the problem, making
the search for less costly solution.

KEYWORDS. Clustering, Genetic Algorithms, Density,Grid.
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1. Introducao

O Algoritmo Genético (GA -Genetic Algorithih é reconhecido como uma poderosa
ferramenta para solucionar problemas de otimizégdena & Furtado, 2001). O fundamento deste
algoritmo € a evolucao controlada de uma estrygopalacional.

Segundo (Oliveira, 2007) os Algoritmos EvolutivoAE], entre estes o GA, “séo
caracterizados por realizarem uma busca globalizaalalela e otimizada em direcdo ao 6timo
global de uma funcéo. Estas caracteristicas peopicios AEs obterem um ganho na qualidade das
solucBes obtidas”. Esta caracteristica o torna knm de estudo em diversos campos que possuem
tarefas computacionalmente dificeis.

Segundo (Oliveira, 2007) a analise de agrupameosde per definida como o problema de
agrupam objetos emm grupos. Considerando>m, a medida que o tamanho e m aumentam, o
conjunto de todas as combinacgdes de grupos passivédrna muito grande, o que o faz pertencer a
classe de problemas referenciados como NP-dificede o “tempo de execugdo para um algoritmo
conhecido qualquer para garantir uma solucdo 68mama fungdo exponencial do tamanho do
problema” (Eglese, 1990).

A analise de agrupamento é o estudo formal deialyms e métodos para agrupar objetos,
e tem o objetivo de encontrar uma organizacdo gadas muitas vezes ndo explorados (Oliveira,
2007).

Conhecida na biologia como ‘“taxonomia numérica”, mpeeende processos
interdependentes para classificar objetos desaito® um conjunto de valores de diversas variaveis
(Spath, 1980). A aplicacdo de métodos de clustfz@ apropriada se mais do que duas variaveis
devem ser consideradas ao mesmo tempo. Segundb Bpates realisticos para o numero de
objetos esta em torno de 50 a 5000 e suas vari@gweierno de 1 a 10.

As técnicas de clusterizacdo agrupam um conjunttades em um espaco deimensdes
para maximizar a similaridade entre os grupos eimimar a similaridade entre dois grupos
diferentes (Garai & Chaudhuri, 2004).

Para uma boa implementacdo de algoritmos de agamané desejavel que ele cumpra
alguns requisitos: a) Escalabilidade, o algoritraeedfuncionar bem em bases de dados de qualquer
tamanho, grande ou pequenas; b) habilidade paadammn diferentes tipos de atributos sejam eles
numeéricos, categoricos, reais, entre outros; cidlesta de grupos de formatos variados, alguns
algoritmos tendem a encontrar grupos esféricostaomanho e densidade similares, é desejavel que
o algoritmo possa encontrar grupos com formatograros; d) habilidade para lidar com dados
contendo ruidos, o algoritmo deve conseguir lidam chases com valores discrepantes, dados
desconhecidos, errados, ou até mesmo a falta des;da] habilidade de lidar com bases
multidimensionais (Oliveira, 2007).

Ha uma grande quantidade de algoritmos de agrupgemen que torna dificil a sua
classificagdo. Enblan & Kamber, (2006¢ encontrado uma forma de classifica-los de acoodo
0 método utilizado para a formacédo dos grupos.glisesera apresentado dois destes métodos que
serviram como base para a formulacdo do algoritropgsto, o0 método de densidade e o método de
grade.

1.1. Método de Densidade

Os métodos baseados em densidade permitem desgaipos de formatos arbitrarios.
Estes métodos consideram grupos como sendo ratpdeas de objetos no espaco de dados que sédo
separados por regides de baixa densidade, quengeital representam ruid@lslan & Kamber,
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2006) Um exemplo de algoritmo baseado em densidadealgasitmo DBSCAN(Ester et. al.,
1996)

O algoritmo DBSCAN Density-Based Spatial Clustering of Applicationghwiloisé cria
grupos de objetos em regides de alta densidadmpaz de descobrir grupos de formatos arbitrarios
em bases de dados espaciais e com ruidos. Par8GANBum grupo é definido como um conjunto
maximo de pontos conectados por densidade (OI\&DGY).

1.2. Método de Grade

Os métodos baseados em grade dividem os objetastemimero finito de células que
formam uma estrutura de grade multidimensional vl tpdas as operacfes de agrupamento sdo
realizadas. A principal vantagem do método é quapasacdes independem do nimero de objetos da
base de dados, e sim do numero de células daueatdd grade, o que melhora a desempenho dos
algoritmos baseados nesta heurisfidan & Kamber, 2006)Um exemplo de algoritmo baseado
em grade é o algoritmo CLIQUfRakesh et. al., 1999)

O algoritmo CLIQUE Clustering in Que$t baseado em grade e em densidade, particiona
o conjunto de dados em subespacos (grade de ¢gdal@sencontrar agrupamentos suficientemente
densos. Cada grade organiza um conjunto de dasjzemando os valores continuos de cada atributo
em um ndmero de intervalos discretos. Por fim, calnjato € atribuido a uma célula a qual seu
intervalo contém o valor original do objeto. Osuggrmentos sao formados a partir da juncao de
células densas adjacentes (Oliveira, 2007).

No topico 2 sera apresentado uma relacdo de tabadacionados ao tema apresentado
aqui. O tépico 3 fard uma breve apresentacéo deitmhgp genético e seus conceitos fundamentais.
No tépico 4 sera realizada a apresentacdo do wmigoriesultante deste trabalho, também sera
mostrado como os operadores genéticos do GA fotdimados, e uma descricdo dos processos
necessarios para utiliza-lo. O topico 5 apresestesultados referentes aos testes realizados com o
algoritmo em bases de dados publicas. No tépiao& aoncluséo a cerca do trabalho como um todo.

2. Trabalhos Relacionados

Em Maulik & Bandyopadhyay (2000), o algoritmo destkrizacddk-meangMacqueen,
1967) é aplicado no Algoritmo Genético gracas a sua s$iidplde. Na fase de avaliagdo do
cromossomo, 0 calculo dfithessno GA, é utilizado o calculo das distancias emtsecentros,
codificados no cromossomo, e cada ponto da base. &£distancia entre um ponto € um centro seja
menor do que a distancia do ponto para qualqueép @éntro, entdo o ponto é adicionado a este
grupo de menor distancia, assim comd+#means

Em Mota & Gomide (2005) é aplicada a técnicdudy c-meande Hall et al. (1999ha
fase de avaliacdo do cromossomo, no GA. Para qudssm seja possivel reduzir a avaliacao direta
dos objetos, e assim agilizar o processo. O trabsth baseia na idéia de que um objeto pode
pertencer a mais de um grupo.

Em Garai & Chaudhuri (2004) os dados sdo decomp@stoalguns grupos fragmentados.
O Algoritmo Genético é aplicado sobre esses fragmsea fim de procurar a melhor formacao dos
grupos. Esses grupos encontrados serdo submetidoa fase de unido, onde serdo analisados pela
sua adjacéncia de forma que estes possam ser @nidos Novo grupo.

No trabalho de Oliveira (2007) é criado um novo gkigno Evolutivo para a tarefa de
andlise de agrupamento chamado EDACIuster, baseadfgoritmo EDA (Algoritmo de Estimativa
de Distribuicdo -Estimation of Distribution Algorithmso qual ndo utiliza os operadores de
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cruzamento e mutagdo, mas sim uma amostragemtdhwdggo de probabilidade da populagéo. Em
seu trabalho aplica uma metodologia hibrida parm#@gdo de grupos baseada nos métodos de
densidade e grade.

3. Algoritmo Genético

Os Algoritmos Genéticos foram inventados por Jobliadd em 1960, com o objetivo de
abstrair os processos adaptativos dos sistemasmisatl com isso desenvolver softwares de sistemas
artificiais, capazes de simular os mecanismos thdsnsas naturais (Teixeira, 2005). Pertencem a
uma familia de modelos computacionais, inspiradda pvolucdo. Esses algoritmos codificam uma
solucdo em potencial para um problema especificalgoms cromossomos simples, em forma de
estrutura de dados, aplicando operadores de repagi#ii nessas estruturas para assim preservar
informac®es criticas (Whitley, 1994).

Os seus paradigmas consistem de buscas estoc&pieasio baseadas na abstracdo do
processo de evolugcdo Neo-Darwiniano. A idéia basigae um “individuo” da populagdo envolvida
codifica uma solucdo candidata para dado probl€ada individuo é avaliado por uma funcéo de
fitness Esses individuos evoluem através da relacdo estrenelhores individuos através dos
operadores baseados na sele¢do natural, i.e. s@reia e reproducdo do mais apto, e genética,
onde sdo aplicados os operados de cruzamento eduyteitas, 2002).

O operador de cruzamento essencialmente armazeneriahagenético entre dois
individuos. O operador de mutacdo modifica o vderum gene para um novo valor randémico.
Ambos, cruzamento e mutacao, sdo operadores dstosasplicados com probabilidades definidas
pelo usuério. A probabilidade de mutacao é usuakrmaenor que a de cruzamento (Freitas, 2002).

4. Clusterizacao com Algoritmo Genético Baseado em
Densidade e Grade

Este artigo se baseia no trabalho se Cesar Sig(@®lieeira, 2007), no qual criou um
algoritmo evolutivo baseado em densidade e grade padlise de agrupamento, chamado
EDACIuster. Em seu trabalho o GA utilizado nao diap dos operadores de cruzamento e mutagéao,
mas se baseia no algoritmo EDA (Larrafiaga & Loz&082). O EDA substitui os operadores de
mutacdo e cruzamento tradicionais pelo aprendizagmostragem da distribuicdo de probabilidade
dos melhores individuos da populacéo a cada irterdg algoritmo (Oliveira, 2007).

O algoritmo EDACIuster utiliza o algoritmo EDA agdindo-o em analise de agrupamento,
utilizando como método de formacao de grupos umadohibrida dos métodos de densidade e
grade. O algoritmo busca identificar &reas densadase de dados, definidas por conjuntos de
células densas adjacentes. O algoritmo identifick @entros dos grupos e entdo as células densas
mais proximas serdo adicionadas ao grupo, desdedjae ndo diminuam sua densidade abaixo de
um limiar (Oliveira, 2007).

Este artigo apresentara um GA aplicado em anafissgdupamento, que também utiliza o
método hibrido baseado em densidade e grade, iiasnglo a forma mais comum do Algoritmo
Genético com cruzamento e mutagdara a formacao dos grupos € utilizada a disténitiana que
separa uma célula densa aos centros dos gruposéaade um limiar de reducao de densidade.

O GA utiliza um método de selecdo dos individuog @articipardo dos operadores
genéticos de cruzamento proporcional ao fimess (adaptabilidade do cromossoma). Conforme
Whitley (1994), a operacdo de sele¢cdo escolhe @somos da populagdo para a reproducao
utilizando na maioria das vezes a adaptabilidaderdmossomo, de modo que os individuos mais
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aptos sejam selecionados mais vezes, da mesma fmmea ocorre nos mecanismos da selecdo
natural.

Existem diversos métodos se selecdo, mas pararabtho foi utilizado o método da
roleta, onde “a probabilidade de que certo indiwidaja selecionado é igual a sua aptidéineEs)
dividida pela média da aptiddo de toda a populag¢deixeira, 2005). Segundo afirma Mitchell
(1999), isto € equivalente ao que os biologistasnam de “Viabilidade de Selecao”.

O cruzamento é um processo de recombinacéo des plaseseqiiéncias de caracteres entre
pares de cromossomos, selecionados como pais, abjetivo de gerar nova descendéncia, sendo
esta composta de individuos melhores adaptadosgjay com valores maiores €imess (Fogel,
2000).

O método utilizado para “cruzar” os cromossomosferuzamento com 1 (um) ponto de
corte. Os Algoritmos Genéticos tradicionalmentézatn este tipo de operador de cruzamento, onde
dois individuos da populacéo, apés a selecdo, dfinetidos ao processo de cruzamento, que se da
da seguinte maneira: o ponto de corte é aleaton@gerado, e este € menor ou igual ao tamanho do
cromossomo. Depois, 0s caracteres que precedemto ge corte sdo preservados, e 0s caracteres
posteriores sdo trocados entre o par (pais) paatitd do processo (Teixeira, 2005). Foi escolhido
este método principalmente por que o cromossontigadtdb normalmente possui tamanho pequeno,
de 3 (trés) a 5 (cinco) grupos (genes).

De acordo com Fang (1994), o operador de mutagdmtpoder de garantir que todos os
cromossomos possiveis sejam alcancados. A opedacAmtacdo deve ser aplicada a uma pequena
porcentagem da populacdo em cada geracdo, acdoetamuma baixa taxa de mutacao (Teixeira,
2005). Caso seja aplicada uma taxa mais elevadgooitno Genético passara a se comportar como
uma busca aleatéria (Mitchell, 1999).

A mutagéo utilizada neste trabalho modifica o iedie um gene do cromossomo, centro,
pelo indice de uma célula que ndo esteja contidter@omossomo, aleatoriamente. Garantindo que
0 maior nimero possivel de células seja coberi gdgbritmo. Buscando assim o melhor conjunto
de células a serem utilizadas como centros pagaup®s. Assim cobrindo o maior numero possivel
de células, conseqiientemente os objetos da base.

A seguir sera apresentada a forma como este ahgofiti modificado para ser aplicado em
analise de agrupamento.

4.1. Configuracao

Para a utilizacdo do algoritmo primeiramente é s&@mgo que a base de dados a ser
utilizada, passe por uma etapa de configuracadaN¢éspa a base passara a ser representada por uma
grade ded dimens@es. Cada dimensao sera representada mriboio dos dados.

Cada atributo devera ser dividido em um numeroailea$ para os seus valores. Estes
deverdo ser igualmente espacados, dessa formangspidssarao a ser representados em células que
formam a grade multidimensional. Com isso, comocékilas possuem o mesmo volume, a
densidade é definida pelo nimero de itens congdosma célula (Oliveira, 2007).

Nesta etapa os objetos ndo serdo mais represep@dsesus valores de atributos, mais sim
pelas células que irdo ocupar na grade.

Para a base poder ser utilizada neste algoritneélakas que ndo possuem objetos deverao
ser descartadas. Com isso caso o numero faixamséj@a grande, no pior caso o numero de células
que sera utilizada sera igual ao numero de obgidsase. O que torna o fator nimero de faixas e o
intervalo em que os atributos seréo divididos irtgrges no momento de utilizar o algoritmo.

A figura 1 apresenta um exemplo da etapa de coaffgo de uma base de dados
bidimensional. Os atributos Salario e Idade forawididlos em 6 (seis) faixas de valores. Os itens
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passardo a ser representados pelas células emstgumetido. Como é mostrado para os objetos que
estdo entre os valores 30-35 do atributo idade 2680 para o atributo salario. Com isto eles
passardo a ser representados pela célula (1,3)engidade € igual a 2 (dois).

atribute

Salirio R$
1500 1800 0O

ci#lulas,

W00, 1200
>

00 eoh

faixas Idade

Figura 1 - Representacdo do plano da base em gélelama grade. Fonte: Oliveira
(2007)

4.2. Representacéo do Individuo

Existem diversas formas de representar um indiviglmouma aplicacdo de algoritmos
genéticos. A maioria das aplicacdes de GA utilegii€ncias de bits (Bit String) de tamanho e ordem
fixos para representar as solu¢gfes candidataseffi@iX2005). Mas para este trabalho foi utilizada a
formulacdo de Cddigo de Permutacéo.

Este tipo de codificacdo, também conhecida comord3eptacdo por Caminho, é
comumente usado em problemas de disposicao e adiomeomo o Problema do Caixeiro Viajante
(PCV), e em problemas de ordenacao de tarefase{i@i2005).

Neste trabalho cada individuo do GA sera repredent@mr um vetor (cromossomo) e o
tamanho deste vetor se refere ao nimero de grumos gisuério deseja que o algoritmo encontre.
Cada posicéo (gene) deste vetor conterd um inti@ 3..n, referente a uma célula densa da grade.

A figura 3 apresenta um exemplo de um individuertessomo) do GA. Cada posicao
representa um centro, 0 cromossomo podk ¢tentros de acordo com o desejado pelo usuéria. Os
centros podem ser inseridos em qualquer posic&wampossomo, mas 0 mesmo centro ndo pode se
repetir NnOo mesmo cromossomo.

10 11 12

13 14 16

Figura 2 - Representacdo de uma base de dadoshglonal, em que cada célula esta
representada por um indice. As células em destaguesentam os centros escolhidos no
individuo da figura 3.
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CENTRO 1| CENTRO 2 | CENTRO 3 CENTRO 4
2 8 9 15

Figura 3 - Representacdo de um individuo com 4t{gugenes (centros).

4.3. Formando o Grupo

Para a formacdo dos grupos é utilizado um métodoveufica as distancias das células
densas da grade a cada um dos centros escolh&uss(do cromossomo). Caso uma céldsteja
mais proxima de um cenj@ntéo esta célula é atribuida ao gripoorrespondente a este centro, ou
seja:

Iz — z|| < |l — ||, p=1.2,..k, j # p.
A distancia Spearman Footrule (Teknomo, 2010) leadia para calcular a distancia entre
as células ocupadas da grade multidimensionaterdsos candidatos dos grupos.

A
Sij = Z|xia - Zja|
a=1
onde:

s;j- distancia da célula i para o centro j;
A: nimero de dimensdes (atributos) da grade;
a: indice do atributo para célula atual;
X;q. posicdo da céluliano atributo a;
Zjq- POSi¢do da célula-centjmo atributo a;

Como exemplo pode ser utilizado o cromossomo dadi§. A distancia da célula 1 para a
célula-centro 9:

sij: |1'3|+|1'1I Sij= 2+0.. sij: 2

A distancia da célula 1 para a célula-centro 9 u@liga 2 (dois). Entdo esta célula é
adicionada e a densidade atual é atualizada coensidhde da célula e a proxima célula sera
avaliada.

4.4. Funcao de Avaliacao Utilizada

Apoés os grupos serem formados, é possivel avadigrupos gerados baseados nas suas
densidades. A funcdo de avaliacdo é inspiradagwittho de agrupamento baseado em densidade
CLIQUE (Agrawal et al., 1998). A densidade € caldal pela razdo entre o nimero de itens de um
grupo e o numero de células do grupo. Apés o aaldal densidade, realizado no momento da
formagéo dos grupos, € possivel calcular a fungdavdliacdo de um individuo que corresponde a
média das densidades de cada grupo formado (Q@I\2607).

Numero de itens

Densidade(grupo) = Numero de células

Zﬁl Densidade(j)
k

Fitness; =
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5. Resultados

Os testes a seguir foram feitos em um computadel®irCoreTM2 Duo T5800 2.00GHz,
com 2GB de meméria RAM, sistema operacional Micitddbndows XP x64.

As bases de dados utilizadas foram a Iris e Autg-thewman, 2010). A base Iris possui
150 objetos classificados em 3 grupos ja definidobase Auto-mpg possui 392 objetos também
classificados em 3 grupos ja definidos originalraent

Para o GA foram utilizados 50 individuos, com urmetp diferente de geracdes para cada
execucdo com taxa de cruzamento de 80% e taxa @dedoude 10%. Para a etapa de configuracao
foram utilizadas 10 faixas aplicadas em cada uraddses em teste.

O algoritmo k-meansutilizado é o encontrado no framework de Minerad&oDados
WEKA (University of Waikato, 2010).

A tabela 1 apresenta os resultados para o tedizadencom a base de dados auto-mpg e
mostra uma comparacao entre os resultados encositcath o algoritmo apresentado neste trabalho,
o algoritmo de agrupamentemeanse o agrupamento originalmente definido na baspogsivel
notar que os trés agrupamentos sdo diferentes)tante 0 GA apresentou resultados mais parecidos
com o agrupamento original do que o profrimeans

O teste com o GA utilizou um total de 200 iteracéa® um tempo total de 161 segundos
(2min 41seg), enquanto quekemeansutilizou um total de 200 iteragcbes com um tempaltde
menos de 1 segundo.

Tabela 1. Resultados encontrados no teste coneadbatados Auto-mpg.

GA % k-means % Original %
1 287 73.22 192 49 244 62
2 30 7.65 98 25 69 18
3 75 19.13 102 26 79 20

A tabela 2 apresenta os resultados para os tesibzados para a tabela Iris e também
mostra uma comparagdo do algoritmo GA com o algorit-meanse o agrupamento original. E
notado que neste caso o algoritkkmeansencontrou resultados mais parecidos com o agrugame

original.
Tabela 2. Resultados encontrados no teste coneadbadados Iris.
GA % k-means % Original %
1 97 64.67 61 41 50 33,33
2 42 28 50 33 50 33,33
3 11 7.33 39 26 50 33,33

O teste com o GA utilizou um total de 100 iteracées um tempo total de 16 segundos,
enquanto que &-meansutilizou um total de 100 iteracdes com um temptaltde menos de 1
segundo.

6. Conclusao

Durante os estudos realizados para este trabatba-se que existem poucos, ou nenhum,
trabalho utilizando o Algoritmo Genético com a nietiogia de grade, apesar de este ser bastante
utilizado em clusterizacdo e ser considerado dedgratilidade na area.
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Como pode ser observado nas tabelas, o resultatistiéorealizado com a base Auto-mpg
€ considerado melhor do que os resultados encostata o teste com a base Iris. Um dos fatores
pode ser o fato de que a divisdo da base em gradesteu a reunido de mais objetos em uma Unica
célula para a base Iris, jA que a quantidade desdddsta € menor, e talvez seus valores mais
préximos.

Mesmo com essa observacéo a técnica é considdibelaeus resultados séo considerados
satisfatérios e melhorias podem ser feitas, taatcetapa de formacdo dos grupos, assim como,
também, na etapa de avaliacdo. Mas com estesagmsild algoritmo pode ser aplicado em trabalhos
futuros para bases de dados reais, para validaussresultados.

Estudos podem ser realizados sobre os parametiizsdds, tanto os utilizados pelo
Algoritmo Genético quanto os utilizados na confagédo da base de dados.

Este trabalho tem objetivo de se tornar mais urfexercia sobre o assunto abordado, e
contribui com uma metodologia nova para Algoritmenético aplicado em clusterizagdo, que é a
metodologia hibrida de densidade e grade.
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