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Leonardo Pio Vasconcelos, José Viterbo Filho
Instituto de Computação – Universidade Federal Fluminense, Brazil

Campus Praia Vermelha, Niterói, RJ - Brazil
{lvasconcelos,viterbo}@ic.uff.br

Flavia Cristina Bernardini
Instituto de Ciência e Tecnologia – Universidade Federal Fluminense (UFF)

Campus Rio das Ostras, Rio das Ostras, RJ - Brazil
fcbernardini@id.uff.br

João Marcos Meirelles da Silva
Escola de Engenharia – Universidade Federal Fluminense (UFF)

Campus Praia Vermelha, Niterói, RJ - Brazil
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RESUMO
Devido ao crescimento populacional nas cidades, é cada vez mais necessário o desen-

volvimento de soluções urbanas para melhoria da qualidade de vida. Cidades Inteligentes vêm
ganhando atenção como um cenário para a implementação de soluções tecnológicas e computacio-
nais que auxiliam na melhoria dos serviços aos cidadãos em diversas áreas. Predizer a quantidade
necessária de energia elétrica a ser consumida por edifı́cios permite planejar a real demanda no
fornecimento contı́nuo com qualidade, sendo assim um serviço de grande utilidade. Diversos mo-
delos preditivos construı́dos utilizando aprendizado de máquina vêm sendo utilizados para previsão
de consumo de energia elétrica, porém há poucos trabalhos que relatam estudos brasileiros para
previsão de consumo de energia em edifı́cios. O objetivo deste trabalho é apresentar uma revisão
de trabalhos sobre predição de consumo de energia baseados em SVM e Redes Neurais, bem como
discutir potenciais pesquisas nessa área, e suas implicações para o Brasil e o mundo.
PALAVRAS CHAVE. Previsão do Consumo de Energia Elétrica; Redes Neurais; SVM.
Tópicos (SS1 - Sessão Especial 1 - Pesquisa Operacional & Cidades Inteligentes)

ABSTRACT
Due to the urban population growth, develop urban solutions to improve the quality of

life is increasingly necessary. Smart Cities have gained attention as a scenario for implementation
of technological and computational solutions that help in improvement of services provided to ci-
tizens in several areas. Predicting the required amount of electricity to be consumed by buildings
allows planning the real demand for continuous supply with quality, thus being a service of great
utility. Several electricity consumption predictive models have been used to forecast electricity
consumption. However, there are only a few studies that report Brazilian studies to forecast energy
consumption in buildings. The purpose of this work is to present a literature review on SVM-based
and Neural Network-based electricity consumption forecast, as well as to discuss potential research
in this area, and its implications for Brazil and the world.
KEYWORDS. Electric Energy Consumption Forecast; Neural Networks; SVM.
Paper topics (SS1 - Special Session 1 - Operational Research & Smart Cities)
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1. Introdução
A população mundial vem crescendo em grande escala, tendo saltado de 3 bilhões de pes-

soas em 1960 para 7 bilhões em 2015 [CIA, 2016], ou seja, um crescimento de 4,2% a.a. (ao ano),
o que reflete diretamente em aumento no consumo de energia1. No entanto, a taxa de aumento do
consumo de energia elétrica mundial foi muito maior que a taxa de aumento da população em um
perı́odo relativamente próximo, segundo [Pérez-Lombard et al., 2008]: nos setores públicos, resi-
denciais e agrı́cola, entre 1971 e 2012 o consumo se elevou de 4,65 a 18,6 bilhões de GWh, ou seja,
um crescimento de 9,8% a.a. No Brasil, também houve diferença entre as taxas de crescimento — a
população se elevou de aproximadamente 157 para 190 milhões no perı́odo de 1996 a 2010 se-
gundo [IBGE, 2016], ou seja, um aumento de 8,6% a.a., e o consumo de energia aumentou de 1,7
mil GWh para 2,4 mil GWh no perı́odo de 1997 à 2007, segundo a ANEEL (Agência Nacional de
Energia Elétrica) [ANEEL, 2008], ou seja, aumento de 14,1% a.a.

Além disso, as concentrações urbanas estão se expandindo cada vez mais, com maior
migração do campo para cidades, ao redor do mundo. Segundo a OECD (Organization for Econo-
mic Cooperation and Development) [OECD, 2017], estima-se que a população aumente para 9,3
bilhões de pessoas, com 97% desse crescimento ocorrendo em paı́ses em desenvolvimento. Mais
de 54% da população do mundo vive atualmente em centros urbanos, e a expectativa é que aumente
para 70% em 2050. Esse cenário tem levado à necessidade de um melhor planejamento urbano
em relação a diversos serviços, que devem ser prestados ao cidadãos. Assim, surgiram diversas
definições de cidades inteligentes [Cocchia, 2014], sendo comum em todas elas o uso da tecno-
logia para melhorar a qualidade dos serviços ao cidadão. São algumas delas Internet das Coisas
(IoT — Internet of Things) e sistemas computacionais para coletar informações de diferentes dis-
positivos, oferecer apoio à decisão aos governantes e aos cidadãos, dentre outros. Para tudo isso é
fundamental a oferta de energia com qualidade.

Para atender as necessidades dos grandes centros urbanos, cada vez mais edifı́cios são
construı́dos, com capacidade para atendimento de uma grande quantidade de moradia de famı́lias
e escritórios de negócios e serviços [Santamouris et al., 2001]. Nos EUA, 41% da energia con-
sumida vão para comércios e residências [Wilson, 2013]. Como nos grandes centros urbanos a
maioria das residências e comércios são estabelecidos em edifı́cios, conclui-se que há uma grande
demanda de consumo de energia neste setor. Diante deste cenário, técnicas para a previsão do
consumo de energia se apresenta com grande utilidade, pois estes dados podem ser aplicados para
um bom planejamento de produção e distribuição de energia para seu provimento ininterrupto e
confiável [Bianco et al., 2010]. Em paı́ses desenvolvidos e em desenvolvimento, a previsão de
consumo de energia tem grande relevância ao governo, pois uma previsão abaixo do consumo real
possibilita potenciais interrupções de energia, e assim elevar os custos de operação ao fornecedor.
Por outro lado, uma previsão acima do consumo real pode resultar em uma capacidade ociosa de
energia, levando a desperdı́cios de recursos financeiros, pois esses recursos poderiam ser utiliza-
dos para outros fins [Kaytez et al., 2015]. Essa previsão de consumo pode também auxiliar na
identificação de perı́odos de consumo excessivo, permitindo assim a redução de picos de demanda
que encarecem o custo de energia [Platon et al., 2015], na identificação de anomalias de uso [Liu e
Chen, 2013], dentre outros.

Uma boa estimativa do consumo é de fundamental para planejar os recursos necessários
para o abastecimento dos consumidores à medida de sua demanda, tendo em vista que não se pode
estocar a corrente alternada [Hamzacebi e Es, 2014]. De acordo com [Todesco et al., 2004], uma
concessionária de energia tem como objetivo principal oferecer um bom serviço, com um preço
justo tendo um gerenciamento eficiente de distribuição de energia elétrica. Na Turquia por exemplo,
as estimativas oficiais de consumo são revisadas semestralmente pelos órgãos oficiais do governo,
por serem superiores aos valores do consumo de energia real [Kaytez et al., 2015]. No Brasil, parte

1Neste trabalho, o termo “energia” refere-se a energia elétrica.
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dos consumidores não possuem maturidade para consumir energia de forma consciente, por esse
motivo, desperdiçam energia utilizando aparelhos elétricos inadequadamente sem se preocupar com
as consequências futuras. Por isso dados sobre previsão de consumo podem ser úteis para orientar
a população, focando em orientar o consumo consciente de energia [Tidre et al., 2013].

Nos trabalhos apresentados na literatura, diversas abordagens são aplicadas, em função
das necessidades de cada problema em particular. Nessas abordagens, muitas envolvem a construção
de um modelo, com o objetivo de atender um determinado caso, que pode estar fortemente relacio-
nado à realidade de um paı́s ou região. Isso pois, para se obter um modelo com uma boa acurácia, as
caracterı́sticas a serem consideradas na construção do modelo devem ser avaliadas em cada domı́nio
de aplicação, ou seja, devem ser bem definidos os parâmetros que afetam o consumo de eletrici-
dade em cada região [Kaytez et al., 2015]. Vários métodos propostos na literatura são baseados
em técnicas de aprendizado de máquina para previsão de consumo de energia, como árvores de
decisão [Yu et al., 2010], inferência fuzzy [Kubota et al., 2000], regressão linear [Bianco et al.,
2009], [Lam et al., 2010], entre outros. O trabalho [Coelho et al., 2016a] aborda um modelo fuzzy
hı́brido evolutivo com calibração automática dos parâmetros para a previsão de carga de energia
no ambiente de rede inteligente. Já o trabalho [Coelho et al., 2016b] propõe um framework para
previsão de séries temporais, implementado como um algoritmo paralelo, baseado em deep lear-
ning e um modelo hı́brido fuzzy, aplicada a uma base de dados desagregada REDD. Estes dois
trabalhos apresentam contribuições relevantes para a predição de consumo de energia, no entanto,
por tratarmos especificamente de previsão de consumo em edifı́cios, eles não serão abordados neste
artigo.

Em [Ahmad et al., 2014], é apresentada uma revisão bibliográfica e uma análise experi-
mental para previsão de consumo de energia em edifı́cios, nos quais SVMs(Support Vector Machi-
nes, ou Máquinas de Vetor Suporte) e RNAs (Redes Neurais Artificiais) apresentam melhores taxas
de acurácia. Por esse motivo que neste trabalho foi delimitado o escopo de estudo de trabalhos que
utilizam esses algoritmos (SVMs e RNAs) e suas variações para previsão de consumo em edifı́cios.
Outros trabalhos foram considerados além dos apresentados em [Ahmad et al., 2014]. Ainda, foram
estudados também trabalhos que relatam aplicações brasileiras.

Este artigo tem como objetivo apresentar uma revisão da literatura, descrevendo trabalhos
que utilizam algoritmos de aprendizado de máquina para a previsão do consumo de energia elétrica
em edifı́cios, destacando suas metodologias, como foram implementados, os algoritmos que obtive-
ram melhores resultados e, além disso, apresentar também uma análise do que vem sendo realizado
no Brasil. Para isso, na Seção 2 são apresentados conceitos básicos para melhor entendimento do
trabalho. Na Seção 3, é descrito o processo de seleção dos trabalhos, e são descritos os trabalhos se-
lecionados na literatura relacionado a previsão de energia. Na Seção 4, é apresentada uma discussão
sobre trabalhos realizados no Brasil. Para finalizar, na Seção 5 são apresentadas as conclusões e ne-
cessidades de trabalhos futuros.

2. Conceitos Básicos

Em aprendizado supervisionado, foco deste trabalho, a entrada do algoritmo de aprendi-
zado consiste de um conjunto de exemplos S, com N exemplos Ti, i = 1, ..., N , escolhidos de um
domı́nio X , com uma distribuição D fixa, desconhecida e arbitrária, da forma {(x1,y1),...,(xN ,yN )},
para alguma função desconhecida y = f(x). Os xi são tipicamente vetores da forma (xi1, xi2,
..., xiM ) com valores discretos ou numéricos. xij refere-se ao valor do atributo, ou dimensão, j,
denominado Xj , do exemplo Ti = (xi, yi). Os valores yi referem-se ao valor do atributo Y , fre-
quentemente denominado classe. Quando os valores de Y , ou seja, o domı́nio de Y (dom(Y ))
pertence a um conjunto discreto de somente dois valores possı́veis, o problema de aprendizado é
de classificação binária; quando dom(Y ) pertence a um conjunto discreto de mais de dois valores
possı́veis, o problema de aprendizado é de classificação multiclasse; e quando dom(Y ) ∈ R, o
problema é de regressão. Dado um conjunto S de exemplos a um algoritmo de aprendizado, um
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modelo h será construı́do. O modelo consiste da hipótese feita sobre a verdadeira (mas desconhe-
cida) função f . Dado um novo exemplo x, o modelo h prediz o valor correspondente y. Como este
trabalho está focado em fazer uma discussão sobre o uso de aprendizado de máquina para previsão
do consumo de energia em edifı́cios, e segundo [Ahmad et al., 2014] a maioria dos trabalhos utiliza
SVMs e/ou RNAs, a seguir são brevemente descritos ambos os algoritmos:

SVMs As Máquinas de Vetor Suporte são modelos utilizados para classificação ou regressão ba-
seados em vetores de suporte. Assim, solução para o problema de construção da SVM é
dependente apenas de um subconjunto de exemplos de treinamento, que são os vetores de
suporte. Para sua construção, são utilizados algoritmos de aprendizado baseados na teoria
de aprendizado estatı́stico. Inicialmente foram propostos para problemas de classificação
binária linear, mas posteriormente o conceito no qual se baseiam esses algoritmos foi am-
pliado para ser utilizado em problemas de classificação não linear, agrupamento de dados
(aprendizagem não-supervisionada), classificação multiclasse e regressão. Esses algoritmos
resolvem um problema de otimização quadrática, para minimização de uma função lagrangi-
ana, cuja solução possui ampla e estabelecida teoria matemática. A complexidade de tempo
de treinamento da maioria dos algoritmos para construção de SVMs é quadrática ou cúbica
em relação ao número de amostras de treinamento, o que é uma das desvantagens desses al-
goritmos. Ainda, são diversos os parâmetros que podem ser utilizados para sua construção, o
que também demanda tempo de experimentação para cada domı́nio de aplicação. Ainda as-
sim, têm sido bastante exploradas pois em muitos problemas no aprendizado de máquina as
SVMs têm apresentado bons resultados [Faceli et al., 2011]. O algoritmo mais utilizado para
problemas de regressão é o SVR (Support Vector Regression), e um algoritmo utilizado para
melhorar a performance de SVMs é o WSVM (Weighted SVM), que associa uma ponderação
aos exemplos de treinamento.

RNAs Foram desenvolvidas com o objetivo de criar um modelo computacional análogo ao cérebro
humano. Em geral, são redes de apenas uma ou múltiplas camadas, nas quais diversos
neurônios encapsulam uma função de agregação das entradas do neurônio (em geral um so-
matório ponderado sobre suas entradas), e uma função de ativação sobre o sinal resultante
da função de agregação. O algoritmo de construção de uma RNA aprende a relação entre
os atributos (ou dimensões) de entrada e as variáveis de saı́da, ou atributo classe [Kalogirou
et al., 1997], [Olofsson et al., 1998]. RNAs possuem a vantagem de poder executar tarefas
que um programa linear não pode, pois a RNA pode ser vista como uma função não linear
dos atributos de entrada, e a desvantagem de ter um tempo de aprendizado elevado quando a
rede neural é grande, ou quando o número de exemplos de treinamento N é grande [Ahmad
et al., 2014]. O algoritmo mais utilizado para indução de RNAs para classificação é o de
retropropagação, ou Backpropagation.

Em muitas situações, a quantidade de atributos é muito grande, o que dificulta o apren-
dizado dos modelos. Assim, técnicas de construção e seleção de algoritmos podem ser utilizados.
Uma técnica bastante utilizada é a de Análise de Componentes Principais, ou PCA (Principal Com-
ponent Analysis), que realiza uma transformação ortogonal nos dados originais, que resulta em um
conjunto de atributos não correlacionados, cujo número é igual ou menor que o conjunto de atri-
butos original. Outra técnica que tem sido recentemente utilizada é a KPCA (Kernel PCA), que
utiliza um Kernel para transformação dos exemplos, ao invés da transformação linear original do
PCA [Faceli et al., 2011]. Alguns trabalhos apresentados neste artigo utilizam essas técnicas.

O aprendizado de máquina é dito em lote (batch) quando o conjunto de dados S está
completo para o treinamento de h, ou é dito online quando os exemplos de treinamento são obtidos
em tempo real. Algoritmos de aprendizado online são propostos especificamente para este fim,
pois devem ser projetados para as seguintes especificidades: curto tempo de acesso por exemplo Ti;
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uso de quantidade fixa de memória, independentemente de N ; capacidade de construção de h pela
leitura de Ti de no máximo uma vez — pode não haver tempo de revisitar antigos exemplos, e os
exemplos podem não estar disponı́veis em armazenamento secundário no futuro —; capacidade de
disponibilização de um modelo h utilizável a qualquer tempo; e atualização de h para “esquecer”
informações desatualizadas sem perder informações do passado que não se tornaram desatualizadas.
Assim, há adaptações de diversos algoritmos, incluindo de RNAs e SVMs, para aprendizado online.

3. Revisão da Literatura
Para obter os trabalhos selecionados na literaturas desta pesquisa, foram coletados dados

do portal virtual Google Acadêmico Brasil, no perı́odo de 1995 a 2016. Como critério de inclusão,
adotou-se artigos, teses online e dissertações que abordassem especificamente o tı́tulo e/ou resumo
das palavras chaves apresentadas na Tabela 1. Nessa busca, foi encontrado o trabalho de [Ahmad
et al., 2014], que afirma que há três abordagens para previsão de energia em edifı́cios: abordagem
baseada em engenharia, estatı́stica e baseada em aprendizado de máquina. A primeira é bastante
complexa, pois necessita que a modelagem seja muito especı́fica para cada caso, e a segunda apre-
senta taxas de acurácia mais baixas que a terceira. Por essa razão que abordagens baseadas em
aprendizado de máquina têm sido mais utilizados, e ainda diversos trabalhos apontam para melho-
res taxas de acurácia utilizando SVM (Support Vector Machine) e Redes Neurais (RNA).

Tabela 1: Termos de busca
prediction + annual + energy +
consumption + building + neural + network

building + heating + load energy +
consumption + neural + network

prediction + energy + consumption +
building + neural + network

prediction + energy + consumption
+ building + SVM

prediction + buildings + electricity + consumption prediction + energy + consumption + SVR
forecast + energy + consumption + building building + cooling + load + forecasting
prediction + energy + consumption + building

Após a leitura de diversos outros artigos além desse, identificamos que as previsões podem
ser para consumo, carga e demanda de energia elétrica. O consumo de energia é o uso de energia
como uma fonte de calor ou de energia, ou como uma entrada de matéria-prima para um processo de
produção. A carga de energia é a caracterização da demanda do sistema, em um determinado ponto
de interesse, definida por uma ou mais das seguintes grandezas: potência ativa, demanda de energia
ativa e demanda de energia reativa, segundo a ANEEL. Já a demanda de energia é a média das
potências elétricas ativas ou reativas, solicitadas ao sistema elétrico pela parcela da carga instalada
em operação na unidade consumidora, durante um intervalo de tempo especificado, expressa em
quilowatts (kW) e quilovolt-ampère-reativo (kvar), respectivamente. As previsões de consumo de
energia em edifı́cios se subdividem em duas categorias: previsões gerais e previsões especı́ficas. As
previsões gerais englobam o edifı́cio por completo, como iluminação, aquecimento, refrigeração,
escada rolante, entre outros. As previsões especı́ficas se focam somente em um determinado equi-
pamento do edifı́cio por exemplo: previsão do consumo de iluminação, previsão do consumo de
aquecimento, previsão do consumo de ar condicionado, entre outros. Assim, os trabalhos da litera-
tura considerados relevantes para predição de energia em edifı́cios são descritos a seguir, divididos
nessas duas categorias.

3.1. Previsões gerais
Na Tabela 2 são apresentados os trabalhos selecionados relacionados aos objetivos de pre-

visão de consumo para um edifı́cio inteiro (considerados objetivos gerais), nas colunas — consumo
mensal de energia, consumo anual de energia, consumo de energia por hora, e carga horária de
energia —, e os métodos empregados, nas linhas. O primeiro trabalho a utilizar SVMs, e com-
pará-la com RNAs, na previsão do consumo de energia em edifı́cios foi Dong et al. [Dong et al.,
2005]. Os autores selecionaram dados de quatro edifı́cios da região tropical de Cingapura, para
prever o consumo mensal. A base continha os atributos: dados meteorológicos, umidade relativa do
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ar, radiação solar global e sistemas de: ar condicionado, ventilação, iluminação, elevadores. Foram
utilizados dados de três anos para treinamento. O modelo gerado foi aplicado em dados de um ano.
Os resultados utilizando SVMs foram melhores do que RNA e programação genética.

Tabela 2: Previsões gerais — Métodos e Objetivos de Previsão

Métodos Objetivos
Consumo mensal de
energia

Consumo anual de
energia

Consumo de ener-
gia por hora

Carga horária de
energia

SVM [Dong et al., 2005] [Li et al., 2010]
RNA [Neto e Fiorelli,

2008] e [Platon
et al., 2015]

RNA Recorrente [González e Zamar-
reno, 2005]

CBR [Platon et al., 2015]

[Li et al., 2010] utilizaram SVM, algoritmo de Retropropagação utilizando função RBF e
RNA de Regressão Geral para prever o consumo anual de eletricidade em edifı́cios. Os dados fo-
ram coletados em 59 edifı́cios de Guangdong (China), sendo que dados de 9 deles foram utilizados
somente para teste (avaliação dos modelos). Foram utilizados como atributos de entrada os coe-
ficientes de transferência de calor, tamanho do edifı́cio, absorção de radiação solar, dentre outros.
Nesses experimentos, a SVM obteve melhores resultados segundo o erro médio relativo e o erro
médio quadrático.

[Platon et al., 2015] utilizaram algoritmos para construção de um modelo de Raciocı́nio
Baseado em Casos (Case Based Reasoning — CBR) e modelos de RNAs para previsão do con-
sumo de energia em tempo real (a cada hora) em edifı́cios. Ele utilizou uma base de dados de um
sistema AVAC (aquecimento, ventilação e ar condicionado) da sede de uma instituição canadense
que possuı́a atributos como: temperatura da água, ar quente, ar interior, configurações de controle
do abastecimento do ventilador e informações sobre dados climáticos. Para reduzir o número de
entradas sem prejudicar a qualidade do modelo ele utilizou o método de seleção de atributos PCA.
Ele variou a janela de previsão de 1 a 6 horas para estudar o impacto sobre o desempenho do mo-
delo, e observou que o erro médio quadrático relativo variou de aproximadamente 7,3% a 8,5% na
RNA e 13,2% a 13,7% no CBR, indicando que a RNA também obteve melhores resultados nesse
caso.

[González e Zamarreno, 2005] utilizaram RNA Recorrente para prever a carga de energia
elétrica. A base continha atributos como temperatura, hora, dia, carga de entrada e de saı́da. O
resultado foi considerado excelente, com uma precisão comparável aos melhores resultados na lite-
ratura. No entanto, os autores mencionaram que o número de neurônios da camada oculta da rede
neural, o tamanho ideal da janela de dados e os parâmetros do algoritmo de treinamento não foram
profundamente analisados.

Devido à diferença das aplicações, não é possı́vel comparar os trabalhos entre si, no en-
tanto é interessante observar que RNAs e SVMs têm obtido melhores resultados nas previsões de
consumo de energia de um edifı́cio inteiro.

3.2. Previsões especı́ficas
Na Tabela 3 são apresentados os trabalhos selecionados relacionados aos objetivos da

previsão para alguns itens especı́ficos de consumo de energia em edifı́cios, nas colunas — carga
horária de refrigeração, demanda elétrica de refrigeração por hora, carga diária e horária de ar con-
dicionado, carga horária de aquecimento, consumo de energia por hora em iluminação, e demanda
de aquecimento anual —, e os métodos empregados, nas linhas.

[Hou e Lian, 2009] utilizaram o SVM para a previsão de carga de refrigeração de um
sistema de AVAC na China. O SVM obteve melhores resultados de erro absoluto e erro relativo que
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Tabela 3: Previsões especı́ficas — Métodos e Objetivos de Previsão

Métodos Objetivos de Previsão
Carga
horária de
refrigeração

Demanda
elétrica de
refrigeração
por hora

Carga diária
e horária de
ar condicio-
nado

Carga
horária de
aquecimento

Consumo
de energia
por hora em
iluminação

Demanda de
aquecimento
anual

SVM [Hou e Lian,
2009]

SVR [Li et al.,
2009]

[Zhao e
Magoulès,
2010]

[Liu e Chen,
2013]

PCA–
WSVM

[Jinhu et al.,
2010]

KPCA–SVR [Xuemei
et al., 2010]

RNA [Yang et al.,
2005]

[Liao, 2014] [Kalogirou
et al., 1997]

[Olofsson e
Andersson,
2001]

o modelo de regressão ARIMA (modelo auto-regressivo integrado de média móvel). Li et al. [2009]
construı́ram uma SVM para regressão para prever a carga horária de refrigeração de um prédio de
escritórios em Guangzhou, China. Foram utilizados atributos como temperatura externa de bulbo
seco, umidade relativa e radiação solar. Comparado com as RNAs Backpropagation, o desempenho
do SVR foi superior e com melhores generalizações.

[Jinhu et al., 2010] utilizaram o WSVM para predizer a carga horária de refrigeração de
um edifı́cio e compararam com o resultado do SVR e SVM. A base escolhida foi da Universidade de
Zhongkong composta por dados relativos a data, condições climáticas diárias, e dados de 24 pontos
em cada dia. Foi utilizado o método de seleção de atributos PCA para reduzir as variáveis antes
do treinamento do modelo. O modelo hı́brido PCA-WSVM apresentou melhores resultados que o
SVR e PCA-SVM. [Xuemei et al., 2010] empregaram o KPCA (Kernel Análise de componentes
Principais), uma melhoria do PCA, associado ao SVM para prever a carga de refrigeração horária de
edifı́cios nos mesmos dados de [Jinhu et al., 2010]. Os resultados mostraram que SVM associado
ao uso de KPCA possui melhor precisão, generalização e baixa dependência de dados da amostra
que os modelos gerados pelo SVR, utilizando ou não PCA.

[Yang et al., 2005] aplicaram RNAs para a previsão online e em tempo real da demanda
de energia elétrica de refrigeração por hora. Para a criação do modelo foram utilizadas uma base
sintética e uma real. A base sintética é composta por atributos como temperatura externa de bulbo
seco, temperatura externa de bulbo úmido, temperatura de saı́da de água do refrigerador e de-
manda elétrica do refrigerador. A base real é composta por atributos como status do compressor,
temperatura da água entrando no tanque de gelo, temperatura da água saindo do evaporador, umi-
dade relativa do ar exterior e temperatura exterior. Nesse trabalho foram propostos dois tipos de
métodos para treinar as RNAs, sendo eles o treinamento acumulativo e janela deslizante. Nos da-
dos sintéticos os dois métodos obtiveram um desempenho igual. Nos dados reais a técnica de janela
deslizante apresentou melhores resultados.

[Liao, 2014] utilizou RNA para o problema de previsão de carga diária e horária de ar
condicionado. Foram utilizados dados coletados de um edifı́cio de 20 andares, e foram utilizados
atributos como temperatura externa, umidade e radiação solar. Foi utilizada a transformada de Wa-
velet nos dados. Os resultados do método proposto obtiveram um menor valor de erro percentual
absoluto médio quando comparado a outros algoritmos. A rede proposta se apresentou como uma
abordagem vantajosa e prática. [Zhao e Magoulès, 2010] utilizaram o software de simulação de
energia energy plus para simular o consumo de energia dos edifı́cios, com o objetivo final de pre-
dizer a carga horária de aquecimento em edifı́cios. Eles treinaram o modelo SVM com dados de
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vários edifı́cios e testaram o modelo em dados de um edifı́cio novo. Foram utilizados atributos como
condições meteorológicas, estrutura dos edifı́cios, comportamento dos ocupantes, cronograma de
uso de luz, etc. Como havia muitos dados para treinamento, a geração do modelo iria demorar
muito tempo, então eles propuseram um algoritmo SVM paralelo para acelerar a criação do modelo
de treinamento. O SVR apresentou bons resultados e o SVM paralelo se apresentou como uma
solução boa e prática, agilizando a previsão de dados extremamente grandes.

[Kalogirou et al., 1997] utilizaram RNAs para prever a carga de aquecimento necessário
de edifı́cios. Foram utilizados atributos como os dados fı́sicos do prédio as dimensões de salas e
área de parede externa. A acurácia do modelo foi maior que 90% o que, segundo os autores, está
dentro do nı́vel aceitável usados pelos engenheiros de projeto. [Liu e Chen, 2013] utilizaram o SVR
para a prever o consumo de energia em iluminação. Os dados são de edifı́cios de escritórios tendo
atributos como consumo de energia por hora em iluminação e número de pessoas no escritório. Eles
utilizaram as métricas erro quadrático médio e coeficiente de determinação. Os resultados foram
comparados com as RNAs. O SVR obteve um melhor desempenho.

[Olofsson e Andersson, 2001] utilizaram RNAs para, por meio de predições de curto
prazo, fazer predições a longo prazo da demanda de aquecimento anual. Eles utilizaram dados de 6
edifı́cios unifamiliares da cidade de Umeå na Suécia. Ainda, utilizaram atributos como temperaturas
interiores e exteriores e utilização de energia para o espaço de aquecimento, água quente para
uso doméstico e para aparelhos domésticos diferentes. Seu método que usa predições semanais
para fazer predições anuais se apresentou como uma abordagem promissora para se tornar uma
ferramenta de fácil utilização na previsão de demanda de um edifı́cio unifamiliar.

Também nesse caso, pode-se observar que são muitos os objetivos e métodos distintos uti-
lizados, tendo destaque as SVMs, que quando comparadas com RNAs, obtém melhores resultados.

4. Cenário no Brasil
Nesta seção são apresentados trabalhos encontrados na literatura que apresentam aplicações

no Brasil para previsão de energia elétrica. Somente o trabalho de [Neto e Fiorelli, 2008] foi en-
contrado no Brasil que propõe um método para previsão de energia elétrica em edifı́cios. [Neto e
Fiorelli, 2008] construı́ram dois tipos de modelos para a previsão de consumo de energia de forma
geral, sendo o primeiro baseado em RNAs e o segundo baseado no software de simulação energy
plus. A base de dados utilizada para a construção dos dois modelos foi oriunda de um edifı́cio
administrativo de uma universidade, e o objetivo dos modelos era prever o consumo por hora. Am-
bos modelos obtiveram bons resultados, sendo que as RNAs apresentaram melhor acurácia. [Platon
et al., 2015], descrito na Seção 3.1, apresentaram uma proposta que evolui a de [Neto e Fiorelli,
2008]. O estudo, realizado em 2015 no Canadá, também utiliza um modelo de previsão por hora,
porém se diferencia do que foi proposto por [Neto e Fiorelli, 2008] por utilizar um modelo de apren-
dizado online, com entradas reduzidas e de fácil generalização. Esse método poderia também ser
aplicado em diferentes problemas no Brasil.

Outros trabalhos foram encontrados para predição de consumo de energia elétrica de ma-
neira mais geral, mas que podem inspirar na modelagem de modelos de previsão para consumo de
energia em edifı́cios. [Todesco et al., 2004] utilizaram famı́lias de circuito e RNAs para a previsão
de demanda de energia elétrica. As famı́lias de circuito compreendem os setores residencial, comer-
cial, industrial, rural, público e outros. Primeiramente os autores aplicaram o algoritmo k-médias de
clusterização em 427 medições de circuitos de baixa tensão. Os circuitos foram divididos em duas
famı́lias: residencial e não residencial. Foi treinada uma RNA para cada uma dessas famı́lias. As
classes residencial e não residencial obtiveram erros médios de 8,31% e 12,53% respectivamente.
Segundo os autores os resultados das RNAs foram muito bons comparados a Regressão Linear
Simples e Múltipla.

[Campos, 2008] utilizou os modelos AutoRegressive Integrated Moving Average(ARIMA),
Nonlinear AutoRegressive Integrated Moving Average (NARIMA), Rede Neuro-Fuzzy (RNF) a
Rede Neural (RNA) para a previsão do consumo de energia elétrica. Em sua dissertação Campos
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utilizou duas bases de dados, sendo a primeira da cidade de New England (EUA), e a segunda do
estado de Minas Gerais (Brasil). Os modelos foram avaliados utilizando as métricas Mean Percen-
tage Error (MPE), Mean Absolute Percentage Error (MAPE) e Root Mean Squared Error (RMSE).
Os resultados apresentaram que os modelos ARIMA, NARIMA, RNF e RNA são ferramentas efi-
cazes para a previsão de 5 anos à frente nas duas bases aplicadas e que podem auxiliar na tomada
de decisões e planejamento no setor elétrico.

[Rocha et al., 2007] utilizaram Regressão Linear e Redes Neurais para a previsão do con-
sumo de energia residencial. Seu objetivo, além de prever o consumo de energia, era permitir que
as concessionárias pudessem conseguir contratos mais vantajosos de compra de energia no mer-
cado futuro e indiretamente conseguir subsı́dios para a formulação de programas governamentais
de inclusão social. Foram realizadas previsões a curto e a longo prazo. Em ambos os casos os
modelos de Regressão Linear e Redes Neurais obtiveram bons resultados comparados com os que
eram utilizados nas concessionárias de energia elétrica.

[Moreira, 2015] utilizou RNAs e Regressão Linear para a previsão de médio prazo de
consumo de energia elétrica. O autor utilizou dados de consumo fornecidos pela Eletrobrás, FGV,
BCB e IPEADATA. As Regressões Lineares obtiveram melhor resultado e as RNAs obtiveram
pouca aderência as séries na maioria dos casos de teste selecionados. O autor concluiu que, para
um modelo produzir bons resultados, necessita de uma calibração paramétrica, além de uma boa
aderência às variáveis de entrada.

Esses trabalhos reforçam a aplicabilidade do uso de RNAs para previsão de consumo de
energia em edifı́cios. Observa-se também que nenhum desses trabalhos explora o uso de SVMs na
previsão do consumo de energia, o que mostra que há uma lacuna de pesquisa importante na reali-
dade brasileira. No entanto, não foram encontrados conjuntos de dados disponibilizados no Brasil
para esse tipo de estudo, que permitissem neste trabalho uma análise aprofundada da aplicabilidade
de RNAs e SVMs na previsão de consumo em edifı́cios. É desconhecido se esses conjuntos não
são encontrados por não serem disponibilizados pela ANEEL, ou outras concessionárias, ou se não
há coleta que permita esse tipo de inferência. Tal carência justifica o estudo de maneiras de coleta
e métodos de inferência no paı́s, em especial a pesquisa de técnicas para melhorar a acurácia de
alguns dos modelos apresentados e adaptá-los para utilização no Brasil.

5. CONCLUSÃO
A previsão do consumo de energia em edifı́cios é necessária, principalmente nos grandes

centros, para permitir estimar, com maior precisão, a demanda de energia. Uma boa previsão dessa
demanda permite a identificação de necessidade de produção de energia, o que leva a uma maior
precisão na predição de investimento no setor elétrico, tanto no Brasil quanto no mundo. Isso é
cada vez mais necessário quando há diversas cidades no mundo necessitando implementar soluções
de Cidades Inteligentes, para melhoria da qualidade de vida do cidadão.

Diante deste cenário, este artigo apresenta uma revisão da literatura sobre trabalhos que
tratam da previsão do consumo de energia, mais especificamente, consumo de energia em edifı́cios,
com base em técnicas de aprendizado de máquina. Foram selecionados trinta artigos da literatura,
considerados mais relevantes para o problema abordado. Verificou-se que os algoritmos SVM e
RNAs são os mais empregados, e com melhores resultados, em diversas aplicações em paı́ses fora
do Brasil. Observou-se que o uso de dados sobre o comportamento climático, associados aos dados
térmicos e estruturais dos edifı́cios, pode influenciar positivamente na acurácia das previsões. Além
disso, foi possı́vel concluir que o pré-processamento tem grande influência na acurácia do modelo,
atuando para reduzir os ruı́dos nos dados coletados. É interessante observar que o PCA foi o método
de seleção de atributo mais utilizado no pré-processamento. Por outro lado, observa-se que há
uma grande variedade de métricas utilizadas nos trabalhos, o que oferece espaço de pesquisa para
identificar quais métricas de avaliação para problemas de regressão são melhor aplicáveis para o
problema em questão.
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É importante ressaltar que há dois trabalhos que apresentam uma revisão dos métodos de
previsão de consumo de energia em edifı́cios. [Zhao e Magoulès, 2012] apresentam um estudo de
diversos artigos que comparam os modelos de engenharia, estatı́sticos e de inteligência artificial.
Já [Ahmad et al., 2014] apresentam os métodos SVM, RNA e modelos hı́bridos em sua revisão da
literatura. O diferencial deste trabalho em relação a esses dois está em (i) apresentar os métodos que
podem ser utilizados, sua forma detalhada na implementação, e o objetivo da previsão — previsão
geral para um edifı́cio inteiro, ou previsão de itens especı́ficos de consumo de energia, como ar
condicionado, aquecimento, dentre outros; e (ii) apresentar o que vem sendo desenvolvido no Brasil,
o que é considerado pouco em relação ao que se apresenta de estudos em outras partes do mundo.

Apesar da importância do tema, foi encontrado um único trabalho realizado no cenário
nacional. Esta carência demonstra que é necessário realizar mais estudos sobre essas metodologias
em nosso paı́s. Como trabalhos futuros podem ser realizadas pesquisas de técnicas e métodos para
implementação de dispositivos em edifı́cios brasileiros para coleta de informações para previsão de
consumo em edifı́cios, pesquisas de métodos para melhorar a acurácia dos modelos apresentados
em [Platon et al., 2015], [Dong et al., 2005], [Li et al., 2010], que tratam do consumo por hora,
mensal e anual, respectivamente.
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