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RESUMO

Neste trabalho, propomos uma modificação no algoritmo de Plano de Corte Estendido
(PCE) para a resolução de problemas de programação não linear inteira mista convexa.
Nossa abordagem, denominada como Plano de Corte Estendido Modificado (PCEM)
é inspirada na estratégia de atualização do conjunto de pontos de linearização do al-
goritmo de Aproximação Externa (AE). Resultados computacionais sobre um conjunto
de 343 instâncias de teste apontaram a efetividade do método proposto PCEM, cujo
desempenho foi superior ao de PCE e competitivo ao de AE.

PALAVRAS CHAVE: Programação Não Linear Inteira Mista, Plano de Corte Es-
tendido, Aproximação Externa.
Área de classificação principal: Otimização Combinatória.

ABSTRACT

In this work, we propose a modification on the Extended Cutting Plane algorithm
(ECP) that solves mixed integer nonlinear programming problems. Our approach, cal-
led Modified Extended Cutting Plane (MECP), is inspired on the strategy of updating
the set of linearization points in the Outer Approximation algorithm (OA). Compu-
tational results over a set of 343 test problems show the effectiveness of the proposed
method MECP, which outperformes ECP and is competitive to OA.

KEYWORDS: Mixed Integer Nonlinear Programming, Extended Cutting Plane, Ou-
ter Approximation.
Main area: Combinatorial Optimization.
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1 Introdução

Neste trabalho, abordamos o seguinte problema de Programação Não Linear Inteira Mista
(PNLIM) convexa:

(P ) min
x, y

f(x, y)

s. a g(x, y) ≤ 0,
x ∈ X, y ∈ Y ∩Zny ,

(1)

onde X e Y são subconjuntos poliédricos de Rnx e Rny , respectivamente, Y é limitado,
f : Rnx+ny → R e g : Rnx+ny → Rm são funções convexas e continuamente diferenciáveis.
Aqui, assumimos que o problema (P ) possui solução ótima.

Se, por um lado, a presença simultânea de variáveis contínuas e discretas juntamente
com termos não lineares incorporados na função objetivo e/ou restrições tornam o problema
(P ) de difícil resolução, por outro lado, estes mesmos elementos fazem da PNLIM uma fer-
ramenta bastante versátil para a aplicação em situações práticas diversas que envolvam
algum tipo de otimização. Dentre as aplicações de PNLIM encontradas na literatura, po-
demos mencionar: planejamento de redes de telecomunicações [Belotti, 2009], agendamento
de operações em refinarias de petróleo [Mouret and Grossmann, 2010], sistemas de gera-
ção de energia [Liu et al., 2009], projetos de cadeias de suprimentos [You and Grossmann,
2008], caminhos de robôs industriais [Gentilini, 2011], síntese de processos químicos [Duran
and Grossmann, 1986], prevenção de conflitos de aeronaves [Christodoulou and Costoulakis,
2004], redes metabólicas em biotecnologia [Guillen and Pozo, 2010], redes de distribuição de
água [Bragalli et al., 2012], trajetória de válvulas em séries de tanques em cascatas [Gopa-
lakrishnan and Biegler, 2011], projeto de camada de isolante térmico para o Grande Colisor
de Hádrons e recarga de núcleo de reatores nucleares [Leyffer et al., 2009].

A dificuldade envolvida no tratamento do problema (P ), bem como sua grande aplica-
bilidade em situações variadas justificam a pesquisa por algoritmos eficientes para a sua
resolução. Nesse contexto, diversas abordagens têm sido propostas para solucionar proble-
mas de PNLIM [Bonami et al., 2008; Borchers and Mitchell, 1994; Duran and Grossmann,
1986; Geoffrion, 1972; Kronqvist et al., 2016; Leyffer, 2001; Melo et al., 2014; Quesada and
Grossmann, 1992; Westerlund and Pettersson, 1995]. Dentre essas diferentes abordagens,
os algoritmos da classe de aproximação linear merecem especial destaque. Esta classe de
algoritmos resolve um problema de PNLIM convexo aproximando-o por uma sequência de
problemas de Programação Linear Inteira Mista (PLIM), cujas resoluções fornecem limitan-
tes inferiores (no caso de minimização) para o problema considerado. Tais aproximações são
obtidas por meio de derivadas de primeira ordem e se baseiam na convexidade das funções
presentes em (P ). A principal vantagem destes algoritmos é que eles se valem diretamente
de todo o avanço e maturidade já alcançados na área de PLIM através do uso de sofisticados
pacotes computacionais como, por exemplo, Cplex, Gurobi e Xpress.

Um algoritmo da classe de aproximação linear bastante difundido na literatura é o
algoritmo de Aproximação Externa (AE). A cada iteração, AE resolve um problema de
PLIM juntamente com um ou dois problemas de Programação Não Linear contínua (PNL).
Tal esquema foi concebido de modo a garantir a convergência de AE em um número finito
de iterações e tem se mostrado eficiente em muitos casos práticos. Um outro algoritmo da
classe de aproximação linear também popular na literatura é o algoritmo de Plano de Corte
Estendido (PCE). A principal diferença entre AE e PCE é que PCE não resolve qualquer
problema de PNL ao longo de sua execução, se limitando apenas a resolver problemas de
PLIM. Embora, a primeira vista, isto pareça ser uma vantagem de PCE, esta estratégia faz
com que o mesmo não possua convergência garantida em número finito de iterações. Temos
observado que, em muitos casos, o algoritmo PCE demanda um número de iterações maior
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que AE para convergir para uma solução ótima do problema (P ). Esta característica faz
com que PCE necessite, em geral, de mais esforço computacional que AE. Todavia, por não
precisar resolver problemas de PNL, o algoritmo PCE dispensa o cálculo de derivadas de
segunda ordem, ou qualquer tipo de aproximação destas. Em algumas situações práticas,
essa peculiaridade pode vir a se mostrar bastante vantajosa, especialmente em casos onde o
cálculo de derivadas de segunda ordem é muito dispendioso ou não pode ser realizado por
algum motivo.

Neste trabalho, propomos um algoritmo para PNLIM baseado em PCE. Nossa principal
contribuição consiste em uma pequena modificação no algoritmo PCE de modo a torná-
lo mais próximo à AE, na expectativa de reduzir assim o número de iterações necessárias
para sua convergência, ao mesmo tempo em que mantemos a amigável propriedade de PCE
de não necessitar solucionar qualquer tipo de problema de PNL, isentando assim o algo-
ritmo do cálculo (ou da aproximação) de derivadas de segunda ordem. Apesar de modesta,
nossa contribuição, denominada aqui como Plano de Corte Estendido Modificado (PCEM),
apresentou resultados promissores para um conjunto de 343 problemas teste de PNLIM,
indicando assim que o método proposto é competitivo em relação à AE.

Este texto está organizado da seguinte forma: a Seção 2 discute sobre o algoritmo PCE
enquanto que o algoritmo AE é apresentado na Seção 3. Nossa abordagem PCEM é então
introduzida na Seção 4. Por fim, a Seção 5 traz resultados computacionais comparando
PCEM com AE e PCE, ao passo que a Seção 6 expõe algumas conclusões sobre o trabalho
desenvolvido.

2 O Algoritmo de Plano de Corte Estendido

O algoritmo de Plano de Corte Estendido foi proposto por [Westerlund and Pettersson,
1995] e se baseia na aproximação do problema (P ) por um problema de Programação Linear
Inteira Mista (PLIM), denominado como problema mestre. Para facilitar o entendimento do
problema mestre, observamos que (P ) pode ser reformulado como um problema com função
objetivo linear através da introdução de uma variável auxiliar α:

(P̄ ) min
α,x,y

α

s. a f(x, y) ≤ α,
g(x, y) ≤ 0,
x ∈ X, y ∈ Y ∩Zny .

(2)

Uma vez que as restrições de (P̄ ) são convexas, ao linearizarmos as mesmas por meio
da série de Taylor sobre um dado ponto qualquer (x̄, ȳ) ∈ X × Y , obtemos as seguintes
desigualdades válidas para (P̄ ):

∇f(x̄, ȳ)T
(
x− x̄
y − ȳ

)
+ f(x̄, ȳ) ≤ α, (3)

∇g(x̄, ȳ)T
(
x− x̄
y − ȳ

)
+ g(x̄, ȳ) ≤ 0. (4)

Note que o ponto (x̄, ȳ) não precisa necessariamente satisfazer as restrições de (P ). Note
também que em (x̄, ȳ) as linearizações aproximam de forma exata as funções originais de
(P ).

De posse destas informações, obtemos o problema mestre a partir de um conjunto L =
{(x1, y1), . . . , (xk, yk)} com k pontos de linearização que se constitui em uma relaxação do
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problema original (P ):(
ML

)
min
α,x,y

α

s. a ∇f(xj , yj)T
(
x− xj
y − yj

)
+ f(xj , yj) ≤ α, ∀(xj , yj) ∈ L,

∇g(xj , yj)T
(
x− xj
y − yj

)
+ g(xj , yj) ≤ 0, ∀(xj , yj) ∈ L,

x ∈ X, y ∈ Y ∩Zny .

(5)

Seja (α̂, x̂, ŷ) uma das soluções ótimas de (ML). Apontamos que o valor α̂ é um limite
inferior válido para (P̄ ) e (P ). Se (α̂, x̂, ŷ) for viável para (P̄ ), temos que o valor α̂ também
será um limite superior para (P̄ ) e (P ). Nesse caso, uma vez que (α̂, x̂, ŷ) provê o mesmo
valor como limite inferior e superior para (P̄ ), esta solução será ótima para (P̄ ). Consequen-
temente, (x̂, ŷ) será uma solução ótima para (P ). Por outro lado, se (α̂, x̂, ŷ) não for viável
para (P̄ ), é necessário acrescentar desigualdades válidas em (ML) de modo a cortar essa
solução de sua região viável, fortalecendo assim a relaxação fornecida por esse problema.
Para alcançar este objetivo, o algoritmo PCE adota a estratégia de acrescentar a própria
solução (x̂, ŷ) ao conjunto L.

Entrada: (P ): problema de PNLIM, εc: tolerância de convergência.
Saída: (x∗, y∗): solução ótima de (P ).

1 zl = −∞;
2 zu = +∞;
3 Escolha um ponto de linearização inicial (x0, y0);
4 L = {(x0, y0)};
5 k = 1;
6 Seja (ML) o problema mestre construído a partir de (P ) sobre os pontos em L;
7 enquanto zu − zl > εc faça
8 Seja (α̂k, x̂k, ŷk) uma solução ótima de (ML);
9 zl = α̂;

10 se (x̂k, ŷk) é viável para (P ) e f(x̂k, ŷk) < zu então
11 (x∗, y∗) = (x̂k, ŷk);
12 zu = f(x̂k, ŷk);

13 L = L ∪ (x̂k, ŷk);
14 k = k + 1;

Algoritmo 1: Algoritmo de Plano de Corte Estendido (PCE).

O algoritmo PCE é mostrado como Algoritmo 1. Ressaltamos que PCE não necessita
solucionar qualquer tipo de problema de Programação Não Linear (PNL) e não trabalha
com qualquer tipo de informação proveniente de derivadas de segunda ordem ou mesmo
com aproximações destas. Essa característica pode se mostrar vantajosa em alguns casos,
especialmente quando o cálculo de derivadas de segunda ordem é árduo ou não puder ser
realizado por alguma circunstância qualquer. Apontamos ainda que a estratégia de acres-
centar a solução (x̂, ŷ) ao conjunto L ao final de cada iteração (linha 13) faz com que PCE
não possua convergência finita. Temos observado ainda que os novos cortes gerados cos-
tumam ser fracos, o que leva o algoritmo a necessitar de um grande número de iterações
para convergir para uma solução ótima. Na prática, este comportamento se mostra bastante
desvantajoso em muitos casos, uma vez que, a cada iteração, um novo problema de PLIM
(o problema mestre) precisa ser resolvido (linha 8). Ademais, a cada iteração, o número
de restrições do problema mestre aumenta com o acréscimo de pontos ao conjunto L (linha
13), o que tende a aumentar o esforço necessário para sua resolução. Temos observado ainda
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que, em muitas situações, algumas soluções (α̂k, x̂k, ŷk) subsequentes estão próximas umas
das outras e o método PCE acaba gastando muitas iterações repetindo a mesma solução
inteira ŷk.

3 O Algoritmo de Aproximação Externa

O algoritmo de Aproximação Externa (AE) foi proposto originalmente por [Duran and
Grossmann, 1986] e posteriormente aperfeiçoado por [Fletcher and Leyffer, 1994]. Assim
como PCE, o fundamento principal de AE consiste em adotar o problema mestre (ML), e,
a cada iteração, acrescentar um novo ponto de linearização em L até que o limite inferior
fornecido por (ML) se torne suficientemente próximo do melhor limite superior conhecido
para (P ). Seja (α̂k, x̂k, ŷk) uma solução ótima de (ML) na iteração k. Uma tentativa de
obtenção de um limite superior para (P ) consiste na resolução do problema (Pŷk), que é o
problema de PNL obtido a partir de (P ) fixando-se y no valor ŷk:

(Pŷk) min
x

f(x, ŷk)

s. a g(x, ŷk) ≤ 0,
x ∈ X.

(6)

Se (Pŷk) for viável, seja (x̃, ŷk) uma de suas soluções ótimas. Nesse caso, f(x̃, ŷk) é um
limite superior válido para (P ) e (P̄ ), e o ponto (x̃, ŷk) é adicionado ao conjunto L. Observe
que (x̃, ŷk) é a melhor solução para (P ) e (P̄ ) (ou uma das melhores, caso (Pŷk) tenha
múltiplas soluções ótimas) tendo ŷk como valor para y. Caso (Pŷk) seja inviável, então o
seguinte problema de viabilidade é resolvido:

(PF
ŷk

) min
u,x

∑m
i=1 ui

s. a g(x, ŷ) ≤ u,
u ≥ 0,
x ∈ X, u ∈ Rm.

(7)

Seja (ǔ, x̌) uma solução ótima de (PF
ŷk

) no contexto descrito. Então, o ponto (x̌, ŷ) é
adicionado ao conjunto L. Após a atualização de L, com a inclusão de (x̃, ŷ) se o problema
(Pŷk) for viável, ou com a inclusão de (x̌, ŷ) caso contrário, o algoritmo inicia uma nova
iteração, tendo como critério de parada uma tolerância máxima para a diferença entre
os melhores limites inferior e superior obtidos. Conforme demonstrado em Bonami et al.
[2008], assumindo que as condições de KKT são satisfeitas nas soluções de (Pŷk) e (PF

ŷk
),

essa estratégia de atualização do conjunto L faz com que, a cada iteração, a solução ótima
do problema mestre (α̂k, x̂k, ŷk) seja cortada pelas novas linearizações se a mesma não
for solução viável para (P̄ ). Foi demonstrado ainda que essa estratégia garante que uma
determinada solução ŷk para a variável inteira y não seja visitada mais que uma vez pelo
algoritmo, exceto se a mesma fizer parte da solução ótima de (P ) (nesse caso a solução
poderia ser visitada no máximo duas vezes). Como o número de soluções inteiras é finito
por hipótese, já que Y é limitado, o algoritmo garantidamente encontra uma solução ótima
de (P ) em um número finito de iterações. Assim, em comparação com o algoritmo ECP,
AE tende a despender um número menor de iterações, com o custo de necessitar resolver,
a cada iteração, um ou dois problemas de PNL. De modo geral, em muitos casos práticos,
AE tende a possuir melhor desempenho que PCE devido ao número reduzido de iterações.
Adicionalmente, graças à sua boa performance, AE tem sido o algoritmo preferencial para
a resolução de problemas convexos de PNLIM em diversos contextos. Todavia, é válido
ressaltar que, quando o problema tratado é puramente discreto, isto é, não possui qualquer
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variável contínua, AE e PCE tem desempenho fundamentalmente semelhante, uma vez
que, nesta situação, os problemas (Pŷk) e (PF

ŷk
) deixam de fazer sentido e, assumindo que

ambos os algoritmos partem da mesma solução inicial (x0, y0), as soluções acrescentadas ao
conjunto L seriam rigorosamente as mesmas.

Entrada: (P ): problema de PNLIM, εc: tolerância de convergência.
Saída: (x∗, y∗): solução ótima de (P ).

1 zl = −∞;
2 zu = +∞;
3 Escolha um ponto de linearização inicial (x0, y0), (usualmente a solução ótima da relaxação contínua

de (P ));
4 L = {(x0, y0)};
5 k = 1;
6 Seja

(
ML
)
o problema mestre construído a partir de (P ) sobre os pontos em L;

7 Seja (Pŷk ) o problema PNL obtido ao fixar a variável y de (P ) em ŷk;
8 Seja (PF

ŷk ) o problema PNL de viabilidade obtido a partir de (Pŷk );
9 enquanto zu − zl > εc faça

10 Seja (α̂k, x̂k, ŷk) uma solução ótima de
(
ML
)
;

11 zl = α̂k;
12 se (Pŷk ) é viável então
13 Seja xk uma solução ótima de (Pŷk );
14 se f(xk, yk) < zu então
15 zu = f(xk, yk);
16 (x∗, y∗) = (xk, yk);

17 senão
18 Seja xk uma solução ótima de (PF

ŷk );

19 L = L ∪ (xk, ŷk);
20 k = k + 1;

Algoritmo 2: Algoritmo de Aproximação Externa (AE).

O Algoritmo 2 traz o algoritmo AE. Na linha 3, um ponto de linearização inicial precisa
ser obtido. Uma boa escolha é utilizar a solução da relaxação contínua de (P ), que é o
problema de PNL obtido a partir de (P ) ao se relaxar sua restrição de integralidade de
y. Note que esta mesma estratégia poderia ser adotada no algoritmo PCE (Algoritmo 1).
Entretanto, se isso for feito, PCE passará a necessitar de uma rotina de PNL e possivelmente
de informação proveniente de derivada de segunda ordem.

4 Nosso Algoritmo de Plano de Corte Estendido Modificado

Nesta seção, apresentamos nossa abordagem baseada no algoritmo PCE, aqui denominada
como Plano de Corte Estendido Modificado (PCEM). Nossa principal motivação é melhorar
o desempenho de PCE tornando-o mais próximo de AE, com a expectativa de assim diminuir
o número de iterações necessárias para PCE convergir, ao mesmo tempo em que mantemos a
característica de PCE de não resolver problemas de PNL e não utilizar qualquer informação
proveniente de derivadas de segunda ordem ou mesmo de aproximações destas. Para isso, no
lugar de considerar os problemas (Pŷk) e (PF

ŷk
), PCEM considera uma aproximação linear

para o problema (Pŷk), construída sobre o mesmo conjunto de pontos de linearização L

sobre o qual o problema (ML) é construído. Denominamos então este novo problema como
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(ML
ŷk

), definido a seguir:(
ML
ŷk

)
min
α,x

α

s. a ∇f(xj , yj)T
(

x− xj
ŷk − yj

)
+ f(xj , yj) ≤ α, ∀(xj , yj) ∈ L,

∇g(xj , yj)T
(

x− xj
ŷk − yj

)
+ g(xj , yj) ≤ 0, ∀(xj , yj) ∈ L,

x ∈ X.

(8)

Observe que (ML
ŷk

) pode ser obtido a partir de (ML) simplesmente fixando a variável y
no valor ŷk. Desse modo, ao considerar o problema (ML

ŷk
), temos a expectativa de conseguir

obter boas soluções viáveis de modo mais prematuro em comparação ao algoritmo PCE
tradicional. Estas soluções são utilizadas para uma possível atualização do limite superior
conhecido zu e para fortalecer a relaxação provida pelo problema mestre através de seu
acréscimo no conjunto L.

Entrada: (P ): problema de PNLIM, εc: tolerância de convergência.
Saída: (x∗, y∗): solução ótima de (P ).

1 zl = −∞;
2 zu = +∞;
3 Escolha um ponto de linearização inicial (x0, y0);
4 L = {(x0, y0)};
5 k = 1;
6 Seja (ML) o problema mestre construído a partir de (P ) sobre os pontos em L;
7 Seja (ML

ŷk ) o problema obtido ao fixar a variável y de (ML) em ŷk;
8 enquanto zu − zl > εc faça
9 Seja (α̂k, x̂k, ŷk) uma solução ótima de (ML);

10 zl = α̂;
11 L = L ∪ (x̂k, ŷk);
12 se (ML

ŷk ) é viável então
13 Seja (αk, xk) uma solução ótima de (ML

ŷk );
14 se (xk, ŷk) é viável para (P ) e f(xk, ŷk) < zu então
15 (x∗, y∗) = (xk, ŷk);
16 zu = f(xk, ŷk);

17 L = L ∪ (xk, ŷk) ;

18 k = k + 1;

Algoritmo 3: Algoritmo de Plano de Corte Estendido Modificado (PCEM).

O algoritmo PCEM é exibido como Algoritmo 3. Em relação ao algoritmo PCE, a
novidade aqui é a introdução das linhas 7, 12-17. Destacamos que, a cada iteração, dentre
a resolução de (ML) (linha 9) e a resolução de (ML

ŷk
) (linhas 12-13), a solução (x̂k, ŷk) é

acrescida ao conjunto L (linha 11), de modo a fortalecer a relaxação linear construída a partir
dos pontos desse conjunto. Por essa razão, é possível que a solução ótima xk de (ML

ŷk
) seja

diferente de x̂k. Com esta estratégia, esperamos que o algoritmo PCEM encontre soluções
viáveis mais rapidamente, e, deste modo, consiga fechar o gap de integralidade com menor
esforço computacional em comparação a PCE. Observamos ainda que a solução obtida com
a resolução de (ML

ŷk
) também é adicionada a L (linha 17), caso este seja viável. Uma vez que

(ML
ŷk

) é um problema de programação linear, sua resolução não traz carga computacional
significativa em comparação com a resolução de (ML).

2355



XLIX Simpósio Brasileiro de Pesquisa Operacional
Blumenau-SC, 27 a 30 de Agosto de 2017.

É válido ressaltar que a convergência de PCEM para a solução ótima de (P ) é facilmente
verificada a partir da convergência de PCE, uma vez que PCEM considera, ao longo de suas
iterações, todos os pontos de linearização considerados por PCE (com alguns pontos adici-
onais). Apontamos ainda que, no contexto em discussão, não faria sentido a aproximação
do problema de viabilidade (PF

ŷk
) em um problema de programação linear, pois caso (ML

ŷk
)

seja inviável, o valor ŷk já não mais poderá configurar como solução para y em (ML) da
iteração corrente em diante, e, portanto, não é necessária a resolução de qualquer problema
de viabilidade para cortar de (ML) soluções com o valor ŷk.

Por fim, frisamos que (ML
ŷk

) é uma tentativa de aproximar o problema (Pŷk) usando
programação linear. Desse modo, PCEM ainda é um método de primeira ordem que pode
ser implementado sem qualquer rotina de resolução de problemas de programação não li-
near. Este último fato pode ser vantajoso em termos práticos, pois além das razões já
mencionadas sobre dificuldade de cálculo de derivadas de segunda ordem em algumas apli-
cações, em muitos casos, mesmo as melhores rotinas computacionais de PNL podem falhar
em convergir para a solução ótima do problema considerado, mesmo este problema sendo
convexo e continuamente diferenciável. Em alguns casos, estas rotinas falham até mesmo
para encontrar uma solução viável de problemas cuja região viável é não vazia, fazendo com
que inviabilidade seja indevidamente declarada. Dessa forma, por não depender de rotinas
de PNL, o algoritmo PCEM se mostra como uma abordagem robusta para a resolução de
problemas diversos de PNLIM convexa.

5 Resultados Computacionais

Passamos aqui à apresentação de resultados computacionais oriundos da aplicação de PCE,
AE e nossa abordagem PCEM sobre um conjunto de 343 instâncias de teste de problemas de
PNLIM convexa oriundas dos seguintes repositórios [CMU-IBM, 2012; Leyffer, 2013; World,
2014]. A Tabela 1 traz informações estatísticas sobre os problemas de teste. É notável o
alto percentual de restrições lineares presentes nas instâncias de modo geral.

Tabela 1: Estatísticas sobre os problemas teste.

min max média mediana
variáveis 2 107222 975,34 114

variáveis inteiras (%) 0,00 1,00 0,52 0,40
restrições 0 108217 1184,65 211

restrições lineares (%) 0,00 1,00 0,89 0,95

Os algoritmos supracitados foram implementados em C++ 2011 e compilados com o
compilador ICPC 16.0.0. Para a resolução de problemas de PLIM, adotamos o solver
Cplex 12.6.0. Para a resolução de problemas de PNL, adotamos o solver Mosek 7.1.0.
Os testes rodaram em um computador com processador core i7 4790 (3,6 GHz), sobre o
sistema operacional Open Suse Linux 13.1. Todos os algoritmos foram configurados para
serem executados por uma única thread de processamento, o que significa dizer que os
mesmos foram executados por um único processador a cada instante de tempo na máquina
utilizada para os testes. O tempo de CPU de cada algoritmo em cada instância de teste
foi limitado a 4 horas. Foram adotados os valores 10−6 como tolerância de convergência
absoluta e 10−3 como tolerância de convergência relativa para todos os algoritmos.

A Figura 1 traz uma comparação relativa entre os algoritmos com respeito ao tempo de
CPU dispendido no conjunto de instâncias de teste considerados. Note que os dados estão

2356



XLIX Simpósio Brasileiro de Pesquisa Operacional
Blumenau-SC, 27 a 30 de Agosto de 2017.

Figura 1: Comparação relativa de tempo de CPU para os algoritmos.

normalizados em relação ao melhor resultado obtido dentre todas as abordagens para cada
instância. No eixo horizontal, a abscissa indica o número de vezes que o resultado obtido
pelo algoritmo foi maior que o melhor resultado dentre os algoritmos com relação ao tempo
computacional. No eixo vertical, a ordenada indica o percentual de instâncias alcançadas
por cada abordagem. Mais especificamente, se a curva de um determinado algoritmo passa
pelo ponto (α,τ), isto indica que para τ% das instâncias, o resultado obtido pelo algoritmo
em questão é menor ou igual a α vezes o melhor tempo computacional dentre todos os
algoritmos.

Note, por exemplo, que a curva de AE passa pelo ponto (1, 57%). Isto significa que,
para 57% das instâncias de teste consideradas, AE conseguiu o melhor resultado com relação
ao tempo computacional (uma vez maior que o melhor resultado). A seguir, a curva passa
pelo ponto (1,2, 63%), indicando que AE conseguiu resolver 63% das instâncias gastando
até 20% a mais de tempo que o melhor algoritmo em cada instância (1,2 vezes maior que o
melhor resultado). Desta forma, a grosso modo, podemos afirmar que um algoritmo se saiu
melhor que os demais no quesito em questão quanto mais sua curva está “acima” das curvas
dos demais algoritmos no gráfico.

Analisando a Figura 1, podemos observar que o desempenho de AE domina o de PCE. É
possível notar também que nosso algoritmo PCEM apresentou resultados substancialmente
melhores que PCE, dominando completamente o seu desempenho e chegando até a se tornar
competitivo em relação ao algoritmo AE. É válido destacar que a curva de PCEM domina,
ainda que de forma modesta, a de AE para resultados maiores ou iguais a 2,2 vezes o melhor
resultado. Todos os algoritmos foram capazes de resolver cerca de 90% das instâncias de
teste no tempo máximo de execução estipulado.

A seguir, avaliamos o desempenho dos algoritmos sobre os problemas teste com menor
percentual de restrições lineares, isto é, sobre os problemas com maior percentual de restri-
ções não lineares. Separamos então todas as 92 instâncias do grupo de 343 com até 80% de
restrições lineares para gerar um novo gráfico comparativo entre as abordagens com relação
ao tempo computacional, exibido na Figura 2.

Examinando a Figura 2, observamos que, para os problemas onde o percentual de res-
trições lineares é menor, AE não conseguiu exibir o mesmo sucesso apresentado para todo
o grupo de problemas teste, sendo superado de forma substancial pelas demais abordagens.
Novamente, fica evidente que nossa abordagem PCEM dominou o desempenho de PCE,
sendo nesse contexto, indiscutivelmente o algoritmo de melhor performance.
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Figura 2: Comparação relativa de tempo de CPU para os algoritmos.

Por fim, a Tabela 2 apresenta informações sobre a razão de resultados entre PCEM e PCE
com respeito a tempo de CPU e número de iterações para o grupo total de 343 instâncias de
teste e para o grupo de 92 instâncias com menor percentual de restrições lineares. É possível
observar, por exemplo, que, para o grupo total de 343 instâncias, PCEM demandou, em
média, cerca de 77,2% do tempo computacional demandado por PCE, enquanto que para
as instâncias de menor percentual de restrições lineares, esse valor foi de cerca de 84,3%.

Tabela 2: Informações sobre a razão entre resultados de PCEM e PCE.

Todos Até 80% de rest lin
tempo de CPU #iterações tempo de CPU #iterações

média 0,772 0,719 0,843 0,823
mediana 0,720 0,647 0,816 0,852
min 0,029 0,328 0,029 0,400
max 2,082 1,364 2,082 1,364

6 Conclusões

Uma modificação no algoritmo de Plano de Corte Estendido (PCE) foi proposta neste
trabalho para a resolução de problemas de Programação Não Linear Inteira Mista (PN-
LIM) convexa. Nossa abordagem, denominada como Plano de Corte Estendido Modificado
(PCEM) foi construída de modo a se tornar mais próxima ao conhecido algoritmo de Apro-
ximação Externa (AE), mantendo a peculiaridade de PCE de não fazer uso de informação
proveniente de derivadas de segunda ordem ou de aproximação destas. Resultados compu-
tacionais sobre um vasto conjunto de instâncias de teste indicaram que o algoritmo PCEM
é robusto e promissor em comparação com PCE e AE. De modo geral, PCEM dominou a
performance de PCE para o conjunto total de instâncias de teste e para o seleto subgrupo
com as instâncias de maior percentual de restrições não lineares. Em relação a AE, PCEM
foi competitivo neste primeiro grupo de instâncias, e indiscutivelmente superior no subgrupo
seleto, onde AE ainda foi superado por PCE. Implementações de todos os algoritmos con-
siderados nesse estudo, PCE, PCEM e AE, juntamente com heurísticas [Melo et al., 2015,
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2016] estarão disponíveis em um novo pacote de PNLIM aberto ainda em desenvolvimento,
o solver Muriqui.
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